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Abstract

The health service is an important part of society. The much discussed wave of the
elderly will increase the need for health services, and when unexpected pandemics occur,
the health service is a vulnerable part of society. The need for efficiency is often a discussed
topic, and data analysis techniques can be part of the solution. If data analysis methods
have potential - such methods must be tested in the context of the health sector, and with
health related data. This study aims to retrieve and study information about processes
and activities - in New York, Manhattan. The data used in the study is from New York’s
ambulance service. This involves all activities from when a citizen calls to the emergency
center for help, and to the time when the citizen is possibly brought to the hospital.
The data addresses cardiac arrest patients. The study uses Process Mining and Machine
Learning methods to retrieve information about the data. Using the Process Mining
algorithm, alpha plus, a process model (Petri net) was produced. The Petri net model
aimed to highlight the activities associated with ambulance calls, during the period 2008
to 2019. Targets in the study were used to assess model quality. The target figures used
were precision, generalization, fitness and simplicity. The result communicated that the
model had largely captured much of the important information in the data. The average
score was 90.38 %, of a maximum of 100 %.

When using Machine Learning, several algorithms were used to create a model that was
intended to estimate the total time spent on a case (throughput time). The same data
was used for Machine Learning as in Process Mining. The best algorithm for prediction
of throughput time was the model based on XGBoost. The model was trained using re-
peated cross validation and random search was used to find the optimal hyperparameters.
XGBoost received an MAE of 627.
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Sammendrag

Helsetjenesten er en viktig del av samfunnet. Den mye omtalte eldrebølgen vil øke behovet
for helsetjenester, og n̊ar uventede pandemier oppst̊ar, s̊a er helsetjenesten en utsatt del
i samfunnet. Behovet for effektivisering er ofte et diskutert tema, og datanalyse metoder
kan være en del av løsningen. Om dataanalyse metoder har potensiale, m̊a slike metoder
utprøves i kontekst av helsesektoren, og da helse relatert data. Studien tar til sikte p̊a
å uthente, og studere informasjon om prosesser og aktiviteter - i New York, Manhattan.
Dataene som brukes i studien er fra New York sin ambulansetjeneste. Dette innebærer alle
aktiviteter fra n̊ar en borger ringer inn til nødsentralen for hjelp, og til det tidspunkt n̊ar
borgeren eventuelt blir brakt med til sykehuset. Dataene omhandler hjertestans pasienter.
Studien bruker metodene Process Mining og Maskinlæring for å uthente informasjon om
dataene. Ved bruk av Process Mining algoritmen, alfa pluss, ble en prosessmodell (Petri
net) produsert. Petri net modellen tok til sikte p̊a å fremheve aktivitetene som er tilknyttet
ambulanseutrykninger, i tidsperioden 2008 til 2019. Måltall i studien ble brukt til å
vurdere modellkvalitet. Måltallene som ble brukt var precision, generalization, fitness og
simplicity. Måltallene i studien kommuniserte at modellen hadde i stor grad fanget opp
mye viktig informasjon i dataene, der gjennomsnitt score til måltallene ble 90.38%, av
maksimalt 100%.

Ved bruk av Maskinlæring ble flere algoritmer brukt for å lage en modell som hadde til
hensikt å estimere den totale tidsbruken til én case (gjennomstrømstid). Samme data-
grunnlag som ble brukt for Process Mining ble brukt i Maskinlæring. Den beste algoritmen
for prediksjon av gjennomstrømstid var modellen basert p̊a XGBoost. Modellen ble trenet
ved hjelp av repetert kryssvalidering, der tilfeldig søk ble andvendt for å finne de optimale
hyperparameterene. XGBoost fikk en MAE p̊a 627.
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Forord

Vi vil takke alle kjente og kjære som har vært med p̊a å støtte oss med oppgaveskrivingen.
Takk til dere som har hjulpet til med b̊ade stort og smått.

Med vennlig hilsen

Jonas Michael Jensen og Erlend Oliver Eriksen
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5.2.3 Måltall og Modell Statistikk . . . . . . . . . . . . . . . . . . . . . . 56
5.2.4 Konklusjon . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 56

6 Begrensninger & Videre Forskning 58
6.1 Begrensninger . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 58
6.2 Videre Forskning . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 59

Bibliografi 60

Vedlegg 65

I Datavask 66
I.1 Utdrag NYC Database . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 66
I.2 EMS Variabler . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 67
I.3 Preprossesering av Data . . . . . . . . . . . . . . . . . . . . . . . . . . . . 68
I.4 Datavask av Ambulansedata . . . . . . . . . . . . . . . . . . . . . . . . . . 69
I.5 Chi-Square . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 76
I.6 Korrelasjonsmatrise . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 77
I.7 Inndeling av Faktor Variabler . . . . . . . . . . . . . . . . . . . . . . . . . 78
I.8 Variabel Beskrivelse av Incident Disposition Code . . . . . . . . . . . . . . 79

II PM 80
II.1 Informasjon om Hendelseslogg & Produksjon . . . . . . . . . . . . . . . . . 80
II.2 Alfa Pluss Algoritmen . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 81
II.3 PM Script . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 81

V



IIIML 84
III.1 Grid & Tilfeldig Søk . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 84
III.2 ML Script . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 85

VI



List av Symboler og Forkortelser

Symboler

α = Alpha. Hyperparameter for regularisering algoritmer eller konstantledd i multippel
regresjon

β = Beta = Modell parameter / Koeffisient

ε = Restledd/Feilledd/Residual

λ = Lambda. Hyperparameter for regulariserings algoritmer

L = Hendelsesloggen

R2 = Determinasjonskoeffisient

Forkortelser

ABT = Analytisk Base Tabell

AI/KI = Artificial intelligence/Kunstig intelligens

BPM = Business process managment

BPMN = Business process model notation

CRAN = Comprehensive R Archive Network

EDA = Eksplorativ Data Analyse

FDNY EMS = New York City Fire Department Bureau of Emergency Medical Services

FEMS = District of Columbia Fire and Emergency Medical Services Department

HIPA = Health Insurance Portability and Accountability Act

IOT = Internet of things

IT = Informasjonsteknologi

MAE = Mean absolute error

ML = Maskinlæring

MLR = Multivariat lineær regresjon

MSE = Mean squared Error

NA = Not available/missing value

NFPA = National Fire Protection Association

NYC = New york city

PM = Process mining

RMSE = Root mean square error

VII



Liste av Figurer

1.1 De ulike FDNY EMS Stasjonene i Manhattan . . . . . . . . . . . . . . . . 3
1.2 Forenkelt Oversikt av den Akuttmedisinske Kjede . . . . . . . . . . . . . . 4
1.3 Korrelasjonsmatrise . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 6
1.4 Density Distrubisjon Plott . . . . . . . . . . . . . . . . . . . . . . . . . . . 7
1.5 Hastegrad & Tidsbruk . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 8
1.6 Utvikling i Gjennomsnittlig Tid . . . . . . . . . . . . . . . . . . . . . . . . 9
1.7 Cramer-V test basert p̊a Chi-square . . . . . . . . . . . . . . . . . . . . . . 10

2.1 De Ulike Metodene i Process Mining . . . . . . . . . . . . . . . . . . . . . 17
2.2 De Tre Metodene i Process Mining og Deres Output . . . . . . . . . . . . . 18
2.3 Petri Net og Dens Notasjoner . . . . . . . . . . . . . . . . . . . . . . . . . 20
2.4 Representasjon av en Prediktiv Modell . . . . . . . . . . . . . . . . . . . . 22

3.1 Transformasjon av R̊adata til Hendelseslogg . . . . . . . . . . . . . . . . . 26
3.2 Datasett for Maskinlæring . . . . . . . . . . . . . . . . . . . . . . . . . . . 31
3.3 Illustrasjon av Lasso og Ridge - Regresjon . . . . . . . . . . . . . . . . . . 33
3.4 Repetert K-fold Kryssvalidering . . . . . . . . . . . . . . . . . . . . . . . . 36

4.1 Absolutte Antall Gjennomstrømning Målt i Unike Caser . . . . . . . . . . 39
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Kapittel 1

Innledning

Data er den nye vinen i business analytics. I helsesektoren s̊a har det i nyere tid blitt

observert flere mulige m̊ater en kan ta i bruk data p̊a. Primært for å forbedre lønnsomhet,

effektivitet og forskning. Noen eksempler er følgende; Ved bruk av analytiske verktøy,

s̊a kan helsemyndigheter estimere utfallet ved den årlige influensa med stor presisjon

(Jank, 2011, s.2). I det amerikanske helsevesen er det implementert deteksjon metoder

for å kunne estimere hvem som urettmessig mottar stønad (Davenport & Harris, 2017,

s.82). Dataanalyse har i USA bidratt til effektiv ressursallokering1, i helsesektoren. Med

historiske data kan tiden for sykehusopphold bli predikert (Mans, Aalst & Vanwersch,

2015, s.5). Rettet mot helseforskning, brukes maskinlæring med stor suksess til å kunne,

blant annet, predikere sykdomsforløp2, samt estimering av forsikringspremier3.

Demokratisering av IT verktøy og økt prosessorkraft er primærkilden for teknologiske

fremskritt (Westerman, Bonnet & McAfee, 2014, s.1-3). Hvor Moores law4 har vist seg

å stemme, samt ha stor p̊avirkning p̊a hvordan organisasjoner utfører sitt arbeid (Daven-

port, 2017, s.8). I kjølvannet av denne ekspansive utviklingen innad i IT, s̊a har det gitt

uante muligheter for organisasjoner til å utnytte nye teknologier, som ikke har kunne blitt

nyttiggjort tidligere. Effektiv utnyttelse av IT drevne verktøy vil være av stor nytte, da

dette er med p̊a å bedre kundetjenester (Westerman et al., 2014, s.29).

Gradsoppgaven er strukturert i seks deler og benytter seg av ambulansedata fra New

York city. Målet er å analysere ambulansedata. Metodene i fokus vil omhandle analyse

av prosesser og aktiviteter, ved bruk av process mining (PM) og maskinlæring (ML). PM

brukes for å lage prosessmodeller, som gir oversikt over aktiviteter, og hvordan prosesser i

dataene foreg̊ar. Prediksjonsmodeller i maskinlæring, konstrueres for å estimere den pre-

hospitale tidsbruken, dette er tidsbruken forbundet med de ulike i aktivitetene tilknyttet

ambulanseutrykninger. Tidsbruken for alle aktiviteter kalles for total gjennomstrømstid5.

1Se Davenport (2017, s.101).
2Se Davenport (2017, s.83).
3Se Davenport (2017, s.121).
4Prosessorkraft vil doble seg hver attende mnd
5Er tilknyttet syv aktiviteter som utgjør gjennomstrømstid. Alle variablene vil bli belyst i resultater.

Se variablene i Vedlegg I3. (POSIXct variabel kategori).
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1.1. BAKGRUNN KAPITTEL 1. INNLEDNING

Første del av studien beskriver relevant bakgrunnsinformasjon og kontekst

til oppgaven. Problemstillinger utledes. Andre del tar for seg relevant teori.

Tredje del, metode, er praktisk bruk av teori. Fjerde del er resultatene fra

metoden og i femte del vil resultatene diskuteres og konkluderes. Videre

forskning og begrensninger fremmes i sjette del.

1.1 Bakgrunn

Prehospitalt medisinsk arbeid omhandler akuttmedisinsk tjenesteytelse før pasienten har

ankommet akuttmottak. Slike prosesser foreg̊ar utenfor sykehus, hvor begrensede ressurser

og liten tid spiller en stor rolle. Studiens fokus er delstaten New York, USA. Der oppgavens

avgrensing er bydelen Manhattan. Sykdomsforløp avgrenses til hjertestans. Tidsperioden

er fra 01.01.2008 til 31.12.2019.

1.1.1 New York City

Manhattan er en av de fem bydelene i metropolen New York City6 (Nordlie, 2019). New

York City er en av de byene i USA, med høyeste befolkningstetthet. Der bydelen Man-

hattan har høyeste befolkningstetthet (World Population Review, 2020). Det er estimert

at i 2019, s̊a rommer Manhattan en befolkning p̊a 1,628706 millioner mennesker, hvor

bydelen strekker seg over 59,13 kvadratkilometer. Dette gir en befolkningstetthet p̊a 27

826 innbyggere per kvadratkilometer (United States Census Bureau, 2020).

New York City Fire Department Bureau of Emergency Medical Services (FDNY EMS)

st̊ar for alt av operasjonell drift av systemet tilknyttet ambulanser i New york city. FDNY

EMS er assosiert med, og drifter nødnummeret 911. Ulike oppdrag blir løst av ambu-

lansepersonell og akuttmedisinske spesialister (FDNY EMS, u.̊a). FDNY EMS operer i

snitt med 418 ambulanser daglig, hvor den totale fl̊aten er p̊a 608 ambulanseenheter (NYC

Mayor’s Office of Operations, 2020). Opptil 70 % av ambulansene er kommuneenheter

tilknyttet FDNY EMS, hvor resterende 30 % er sykehusenes egne ambulanser. FDNY

EMS strekker seg over seks divisjoner, hvor en divisjon er Manhattan. Innad i divisjonen

for Manhattan er det totalt seks stasjoner (FDNY EMS, u.̊a).

6De resterende er Bronx, Brooklyn, Queens og Staten Island.
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1.1. BAKGRUNN KAPITTEL 1. INNLEDNING

Figur 1.1: De ulike FDNY EMS Stasjonene i Manhattan. Figur produsert i R. Infor-
masjon om Manhattan, Kilde: FDNY EMS (u.̊a.).

Kartet viser sammensetning av alle FDNY EMS stasjonene i Manhattan (Rød prikker) og

de ulike lokasjonene for hvor ulykker har tatt plass (grønne prikker). De grønne prikkene

viser hvor de ulike hendelsene har inntruffet p̊a basis av postkodene7.

1.1.2 Hastegrad og Prioritering

Fra Norges Legeforening tidsskrift (Engebretsen, Røise & Ribu, 2013, s.285) nevnes det

at hastegrad og prioritering, er et konsept som har kommet fra det franske ordet triage.

Triage omhandler prosesser tilknyttet utvelging, sortering, utvalg og utskilling, for å gi rett

helsehjelp. Systemet har røtter tilbake til Napoleons krigene, hvor triage ble brukt som et

inndelingssystem for allokering av medisinske ressurser til skadet infanteri. Inndelingene

var; akutte hendelser, kan ikke behandles og kan vente. Det nevnes fra tidskriftet at triage

fremdeles er aktuelt i dag, der det blir brukt i katastrofesituasjoner, militære hendelser

og prehospital arbeid som akuttmottak (Engebretsen, et al., 2013, s.285).

FDNY EMS operer i dag med hastegrader (triage system) fra 1 til 8. Hvor 1-3 g̊ar

under klassifiseringen livstruende medisinske nødsituasjoner og 4-8 er klassifisert som

ikke livstruende medisinske nødsituasjoner. Hjertestans tilegnes livstruende medisinske

nødsituasjoner (1 til 3) (NYC 911 reporting, 2020). I denne oppgaven reflekteres triage

med variabelen(e) severity level code.

7Observasjoner er basert p̊a postkoder, med hensyn p̊a anonymisering av data og personvern.
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1.1. BAKGRUNN KAPITTEL 1. INNLEDNING

1.1.3 Den Akuttmedisinske Kjede

“Den akuttmedisinske kjeden omfatter de tiltak og tjenester som er etablert

for å yte nødvendig medisinsk hjelp ved akutt, behandlingstrengende sykdom.”

(NOU 1998:9, s. 14)

Figur 1.2: Forenkelt Oversikt av den Akuttmedisinske Kjede.

Reduksjon i responstid8 og gjennomstrømstid 9vil kunne redusere antall dødsfall, tap av

funksjonsniv̊a, lidelse og antall gjenværende leve̊ar for pasienten. En av fire dødsfall i

USA er relatert til hjertesykdom ifølge CDC (u.̊a.). Hjertesykdommer kostet USA 219

milliarder kroner fra 2015 til 2016. Denne summen innebærer kost fra medisiner, ulike

helsetjenester, samt effekten av produktivitetstap (CDC, u.̊a.). Reduksjon av responstid

og total gjennomstrømstid er begge drivere som p̊avirker sannsynligheten for om pasienten

overlever (Helsedirektoratet, 2019).

“Overlevelse etter prehospital hjertestans avhenger blant annet av hvor raskt

medisinsk redningspersonell n̊ar pasienten”(Sunde, Fremstad, Furuheim &

Steen, 2001, s.900).

For uventet hjertestans er det beregnet at for hvert minutt som g̊ar uten tilgang til

hjertestarter, vil overlevelsesraten reduseres med 10 %. Dette er tilfellet n̊ar hjertestans

oppst̊ar utenfor sykehuset (Helsedirektoratet, 2019). Omtrent 535 000 hjertestans oppstod

i USA i året 2015. Av disse 535 000 ble 61 % hendelser identifisert til å være utenfor

sykehuset, mens resterende 29% var mens pasient var p̊a sykehuset (Kronick et al, 2015).

Hjertestans blir vanligere å f̊a jo eldre man blir (NHLBI, u.̊a.). Flere mennesker har

en gjennomsnittlig høyere forventet levealder enn tidligere, i USA. I 1880 var forventet

levealder 39.4 år, hvor i 2019, var forventet alder p̊a 82.4 år (Roser, Ortiz & Ritchie, 2013).

Desto viktigere blir ressursoptimalisering i prehospital tjeneste, som følge av økt antall

eldre mennesker, og at majoriteten av hjertestans i USA skjer p̊a utsiden av sykehuset.

8Responstid omhandler tiden fra hendelsen er registrert i system til ambulansen er ankomet pasienten.
Se Vedlegg I figur I.2.

9Denne variabelen kalles throughput time p̊a engelsk se Vedlegg I figur I.2.
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1.1.4 Vekst av ny Teknologi og Datavolum

Som følge av en nærliggende eksponentielle utviklingen av CPU kraft basert p̊a moores

law, har analyse av store mengder data blitt en mulighet (Davenport & Harris, 2017,

s.8). Maskiner har mer prosessorkraft, og mengden enheter som strømmer data, ogs̊a kalt

Internet of things (IoT), har økt. Fra 15.41 milliarder enheter i 2015 til estimert 75.44

milliarder enheter i 2025 (Statista, 2016). Med rikelig mengde p̊a data, vil teknologiske

(statistiske) verktøy som PM og ML kunne hjelpe til med å høste informasjon i store

datavolum. Det vil være av interesse å studere om ambulansetjenester kan f̊a mer innsikt

i virksomhetens prosesser10. I delkapittel 1.3 utledes problemstillinger for å utprøve disse

metodene.

1.2 Hendelsesdata fra New York City

Data hentes fra databasen NYC Open Data (2020). Data loggføres av brannvern departe-

mentet (FDNY) (NYC OpenData, 2020). Datasettet er offentliggjort, og anonymisert.

Dette er gjort som et tiltak for demokratiseringen av data. Gjennom datadeling kan

offentlige tjenester forbedres, fordi allmennheten kan bidra med dataanalyse (NYC Open-

data, 2019, s.5-8). Beskrivelse av de ulike variablene tilknyttet datasettet er å finne i

Vedlegg I figur I.2.

“The EMS Incident Dispatch Data file contains data that is generated by the

EMS Computer Aided Dispatch System. The data spans from the time the

incident is created in the system to the time the incident is closed in the sys-

tem. It covers information about the incident as it relates to the assignment

of resources and the Fire Department’s response to the emergency. To pro-

tect personal identifying information in accordance with the Health Insurance

Portability and Accountability Act (HIPAA), specific locations of incidents are

not included and have been aggregated to a higher level of detail” (NYC Open-

data, 2020).

1.2.1 NYC Statistikk

I datasettet finnes to kategorier med data, derav faktor og numeriske variabler11. Her

presenteres relevante figurer og tabeller, som belyser overordnet informasjon tilknyttet

hendelsesdataene.

10PM & ML utledes i ytterligere i teori kapittelet.
11Datasettet som her er utgangspunkt for eksplorativ analyse, er basert p̊a det ferdige datasett, som

fremkommer i metodekapittelet. Dette heter i metode ABT - Analytisk Base Tabell, se figur 3.2.
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Korrelasjonsmatrise

Figur 1.3 viser korrelasjonskoeffisienten mellom de ulike numeriske variablene. Korre-

lasjonskoeffisienten belyser den lineære sammenhengen mellom to variabler. Korrelasjon-

skoeffisienten kan ligge i rommet mellom +1 til -1. En sterk positiv lineær sammenheng

er +1, og -1 er sterk negativ lineær sammenheng. En korrelasjon p̊a 0 belyser at det er

ingen samvariasjon mellom variablene.

Fra figur 1.3 fremkommer det liten grad av korrelasjon. Det eneste måltall som kan peke i

retning av en viss samvariasjon er mellom gjennomstrømstid (THROUGHPUT TIME ) og

reisetiden til pasient (INCIDENT TRAVEL), med 0.23. Reisetid er en mindre komponent

av gjennomstrømstid. Responstiden (DISPATCH RESPONS ) korrelerer bare med 0.04

til den totale tid.

Figur 1.3: Korrelasjonsmatrise.

Distrubisjon

Density distribusjon for de tre numeriske variablene, er målt i sekunder. Her fremvises

distribusjonen til de tre numeriske variablene i datasettet. Det er tendenser mot normal-

fordeling i noen av variablene, likevel med variasjon. En observerer først at THROUGH-

PUT TIME utviser stor grad av normalfordeling, men i det nedre kvantil har en ujevn-

het. INCIDENT TRAVEL utviser grad av normalfordeling, men mindre enn THROUGH-

PUT TIME. DISPATCH RESPONSE utviser størst skjevfordeling av alle, med høyreside-

skjevhet. Det er ingen antydninger til venstreside-skjevhet.
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Figur 1.4: Density Distrubisjon Plott.

Boksplott - Alvorlighetsgrad

Boksplott har mye til felles med distribusjonene i figur 1.4. Figur 1.5 viser i tillegg

tidsbruken til de ulike numeriske tidsvariabler, differensiert p̊a alvorlighetsgraden til én

case. Av den endelige fastsatte alvorlighetsgraden (severity level), er kategori 1-3 livstru-

ende. Kategori 4 og utover, er av mindre alvorlig sort (NYC 911 reporting, 2020). DIS-

PATCH RESPONSE variabelen viser størst spredning i kategori 2-3. Dette knyttes opp

mot alvorlighetsgraden til casene, da de er relatert til hjertestans. I kategori 2-3 beveger

50%12 av dataene seg i et mindre omr̊ade. Det fremkommer at kategori 2 bruker relativt

mindre tid enn kategori 3. Fra ytterkanten ved den horisontale stiplede linje, observeres

det “outliers”, som er representert ved bl̊a sirkler. Disse dataene utgjør mindre enn 0,7%13

av det totale datagrunnlag.

INCIDENT TRAVEL bruker relativt lik tid i kategori 2-3. Dette skiller seg fra DIS-

PATCH, der kategori 2 hadde lavere tidsbruk enn kategori 3. Kategori 4 har ogs̊a her

et mindre spenn i denne variabelen, enn kategori 2-3. I INCIDENT TRAVEL beveger

50% av dataene seg i et mindre spenn, fra ca 300-480 sekunder. Variabelen THROUGH-

PUT TIME, som er den totale tid, utviser i stor grad samstemthet i kategori 2-3. Det

eneste som skiller seg ut, er at det n̊a eksisterer outliers under nederste horisontale linje.

I likhet med de to andre variablene s̊a beveger 50% av dataene seg i et mindre rom, der

den normative tidsbruk er snaut over 4000 sekunder. THROUGHPUT har outliers b̊ade

over og under normativ tid. Dette observeres ogs̊a fra figur 1.4, der den totale tid utviser

en grad av normalfordeling.

12Kvadraten (50%) kalles for ”interkvantilen”, omr̊adet mellom nedre (25) og øvre (75) kvantil. Kilde:
Box Plot (u.̊a.)

13Se figur 7 i følgende artikkel. Kilde: Box Plot (u.̊a.).
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Figur 1.5: Hastegrad & Tidsbruk.

Boksplott - Utvikling over tid

Figur 1.6 viser til utvikling i tidsbruk over hele perioden for studien. I figuren er det

et boksplott for de numeriske variabler, med år p̊a x-aksen. Boksplottet kan vise effek-

ter av f.eks, rutine- og arbeidsoppgave-endringer, til demografiske endringer. Fra DIS-

PATCH RESPONSE antydes det en nedadg̊aende trend i outliers. Det samme gjelder

interkvantilen. Tidsbruk i INCIDENT TRAVEL er noks̊a jevn over hele dataens tidspe-

riode, uten noen sterke trender. Det som kan nevnes er en marginal trend (økning)

for outliers og interkvantilen - fra 2015 til 2019. Den samme trend gjelder ogs̊a for

THROUGHPUT TIME, der det indikeres en svak økning i tidsbruk. For INCIDENT

og THROUGHPUT, indikeres det en konsolidering av outliers i perioden 2017 - 2019.

THROUGHPUTs nedre outliers ser ut til å ha holdt seg stabil over hele perioden.

Da DISPATCH indikerer en svak trend ned, i tidsbruk, og de to andre variablene det

motsatt, s̊a er det relevant å vurdere disse funn i lys av korrelasjonsmatrisen. I figur 1.3

observeres det blant annet at DISPATCH RESPONSE har tilnærmet ingen samvarians

med den totale tid. INCIDENT hadde en noe høyere, endog svak samvarians, noe som

potensielt kan være med p̊a å forklare hvorfor INCIDENT og THROUGHPUT har en

svak trend oppover. Dette betyr ikke at forholdet har kausalitet, men dataene viser likevel

antydning til trender og mønstre.
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Figur 1.6: Utvikling i Gjennomsnittlig Tid.

Faktor Variabler

Faktorvariabelene belyses her i Chi-square matrisen, figur 1.7 (Cramers-V, u.̊a).

Chi-square

Fra figur 1.7 s̊a observeres en majoritet av variabler med lav samvariasjon14. Fra fig-

uren fremkommer det i rødt de variabler som har sammenheng, der majoritet av variab-

lene ikke har samvariasjon. De lysere farger som tenderer mot rødt indikerer en høyere

grad samvariasjon, der 1 indikerer perfekt samvariasjon. Noen variabler skiller seg ut

fra majoriteten. Blant annet variabel INITIAL SEVERITY utviser stor samvariasjon

med variabel FINAL SEVERITY og FINAL CALL TYPE. Det samme gjelder INCI-

DENT DATETIME time og INCIDENT CLOSE DATETIME time

14Vedlegg I og metode beskriver datavask. En av kriteriene lagt til grunn for å bruke en variabel var;
ikke ha samvariasjon (Cramers-V) over 0,8.
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Figur 1.7: Cramer-V test basert p̊a Chi-square.

1.3 Eksisterende Litteratur

Her vil det presenteres relevant eksisterende litteratur knyttet opp mot PM og ML i

kontekst av helsesektoren.

1.3.1 Process Mining i Helsesektoren

PM kan brukes til å uthente prosessinformasjon, analysere avvik, finne flaskehalser og

komme med forslag til forbedringspotensial - relatert til aktiviteter og prosesser (Mans

et al., 2015, s.5-6). PM kan gi informasjon om hvordan aktiviteter gjennomføres, hvilke

personell som utfører ulike oppgaver, informasjon om tidsbruk og informasjonen om ak-

tiviteters p̊avirkningsgrad p̊a hverandre (Mans et al., 2015, s.8). Slik informasjon kan

PM identifisere, da PM er en dataanalyse-metode, som særskilt ser p̊a prosesser i data15.

PM i helse-kontekst kan være interessant å studere. Eksempelvis, kan et scenario ha en

case, der subjekt er en pasient. Første aktivitet er tilknyttet innleggelse, og den siste

aktivitet er tilknyttet utskrivelse fra sykehus. Under hele sykehusoppholdet, vil det være

mange aktiviteter som blir gjennomført, relatert til en pasient (se Figur 1.3 i Mans et

al., 2015, s. 6). PM kan nyttiggjøres for å skaffe prosess informasjon fra “call centere”,

15PM utledes i teorikapittelet.
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som er relatert til akutt pre-hospital management (se Lamine, Fontanili, Mascolo & Pin-

gaud, 2015). Ambulanse aktiviteter i den pre-hospitale tjeneste har ogs̊a blitt studert

i lys av PM, i asiatisk kontekst. Med den hensikt for å bedre pre-hospital tjeneste (se

Badakhshan & Alibabaei, 2018). I Italia har PM blitt brukt til å predikere p̊afølgende

aktiviteter tilknyttet en pasient, p̊a basis av historisk data (se Duma & Aringhieri, 2020).

1.3.2 Maskinlæring og Process Mining

PM er en samlebetegnelse for ulike metoder som kan skaffe til veie kunnskap om pros-

esser, i organisasjoner (Mans et al., 2015, s.5). Ett aspekt ved PM er det som kalles

operasjonellstøtte. I operasjonellstøtte vil man bruke data for å kunne bidra til å gi in-

formasjon til organisasjonens daglige drift. Data som brukes er historiske data, som er

loggført. Dette utgjør datagrunnlaget til ML, der en modell trenes for å estimere, eksem-

pelvis tidsbruk. Relatert til sanntidsprediksjon, s̊a har en organisasjon løpende inng̊aende

data, tilknyttet ufullstendige caser16. Aalst (2016, s.305) kaller disse ufullstendige caser

for partial traces. Der betydningen er den, at en case med et gitt antall historisk ak-

tiviteter, har et gitt antall fremtidige aktiviteter - som enda ikke har blitt loggført. Disse

ufullstendige caser, innehar data om hva som hittil har hendt. Dette datagrunnlag vil

da kunne bli brukt i operasjonellstøtte, for reelle sanntidsestimasjon (Aalst, 2016, s.305).

For estimasjon nevner Aalst (2016, s.306) tre muligheter i operasjonellstøtte; deteksjon,

prediksjon og anbefalinger. Et alternativ, ifølge Aalst (2016, s.304), til operasjonellstøtte

er ren revisjon. Revisjon bruker historiske data, for å revidere prosesser opp mot en intern

standard, eller benchmark.

Hvordan PM og ML kan brukes for dataanalyse, har blitt adressert tidligere. I et bidrag

til den 51. CIRP konferansen17, gjennomførte Lingitz et al., (2018) en studie relatert til

prediksjon av ledetid, i en produksjonsbedrift. Den endelige modellen med lavest MAE

og RMSE18 var en random forest19 (Lingitz et al., 2018, s.1054-1055). Dongen et al

(2008) gjennomførte en studie basert p̊a data fra en nederlandsk kommune. Hensikten

var å predikere syklustiden det tok for å behandle en henvendelse fra innbyggerne, til

kommunen. I studien ble det brukt parametrisk regresjon ved bruk av “lokale gjennom-

snitt20”, for å modellere eventuelle ikke lineære sammenhenger (Dongen et al., 2008, s.4).

Funnene ble presentert ved å sammenligne MSE, der en parametrisk regresjon som brukte

kombinerte estimatorer (variabler), utviste lavest grad av feil prediksjon (Dongen et al.,

2008, s.15-16).

16En case er en hendelse i dataene. Eksempel ambulanseutrykning.
17Konferanse for produksjonssystemer.
18MAE og RMSE (MSE), er presisjons-m̊altall for hvor god en modell er til å predikere.
19Random forest er en maskinlæringsalgoritme.
20“Lokale gjennomsnitt” er en glattingsmetode for estimering av data (Dongen et al., 2008, s.4).
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1.4 Forskningsdesign & Problemstilling

Dette er en retrospektiv studie, der intensjonen er å studere hendelsesdata (fra NYC) -

fra tidsperioden 2008 til 2019. Hendelsesdata hentes fra den åpne databasen, Open Data

(2019).

Gradsoppgaven har som mål å studere PM og ML, i kontekst av ambulansedata. Data-

grunnlaget klargjøres for PM og ML, ved databearbeiding (datavask). Ulike aspekter i

datavask er; eliminering av manglende verdier, konstruksjon av nye variabler, eliminasjon

av outliers21 og variabel transformasjon. Resultatet av alle de andvendte metodene med

hensyn p̊a datavask, danner grunnlaget for PM og ML. PM anvendes for produksjon av

prosessmodeller, der resultatene i PM kan gi et analytisk grunnlag for ML. I ML vil predik-

sjonsmodeller for gjennomstrømstid bli produsert, der en endelig modell blir utvalgt, p̊a

basis av prediksjonskraft22. Den endelige beste modell vil bli analysert. Resultater blir

diskutert i kontekst av problemstillingene. Avslutningsvis, i kapittel seks, vil vi komme

med overordnede refleksjoner over hva prosessinformasjonen (fra resultatkapittelet) kan

brukes til i ambulansetjenesten.

Problemstilling 1: Vil process mining kunne lage en god prosessmodell av

NYC hendelsesdata?

For å adressere den første problemstillingen vil vi nyttiggjøre oss av alfa pluss algoritmen

(Aalst, 2016, s.176). En PM algoritme 23, produserer en prosessmodell (Petri Net, som

utledes i teori) fra hendelsesdata. For å prøve problemstillingen vil ulike statistiske m̊altall

bli brukt. Det er primært fire måltall der modellens egnethet skal bli vurdert ut ifra. Det

er fitness, simplicity, precision og generalization (Aalst, 2016, s.189). Disse m̊altallene

tar for seg fire perspektiver, om hvorvidt en prosessmodell, er en egnet representasjon av

dataene. Det er forst̊att at en avveining av alle måltallene er ønskelig (Aalst, 2016, s.189).

En god prosessmodell er kontekstavhengig24, fordi fire måltall skal balanseres.

Problemstilling 2: Vil process mining og maskinlæring kunne predikere gjen-

nomstrømstid25, i NYC hendelsesdata?

For å adressere den andre problemstillingen vil vi nyttiggjøre oss av flere metoder. P̊a

basis av eksisterende litteratur s̊a vil det være av interesse og bruke PM og ML. Disse

to metodene kan sees i lys av hverandre26. Strukturen i besvarelsen av problemet er

s̊adan: først gjennomførers PM som utledet i metodekapitlet (problemstilling 1), for s̊a

21Unormalt store verdier, eller ulogiske verdier (eksempel, -10 sekunder.
22Måltall blir ytterlige beskrevet i kapitel 3
23Alfa pluss utledes i teori.
24Dette er beviselig fra det st̊asted at noen organisasjoner er mer komplekse enn andre. Sammenligne

romfart med brødbaking.
25Total tid for en case.
26PM bygger p̊a to pilarer, ifølge Aalst (2016, s.89), og disse er PM modeller og data mining.
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å gjennomføre ML. Den primære funksjon PM har for ML, er å supplere informasjon til

hvordan ML modellens resultat skal analyseres. Hendelsesdata er grunnlag for prediksjon

av gjennomstrømstid til en case27. Der ML brukes for revisjon av historiske data, slik

Aalst (2016, s.304)28 beskrev rollen til auditing (revisjon) av data.

Hva som henvises til i problemstilling 2, med å ”kunne predikere”, er knyttet opp mot ML

modellens presisjon. Modellens preisjon vil bli vurdert opp mot usett testdata29. Ulike

statistiske måltall som MAE og RMSE vil bli nyttiggjort i evalueringen av modellens

egnethet for prediksjon. MAE og RMSE er statistiske måltall som forklarer prediksjonev-

nen til en modell. Måltallene forklarer hvor god en modell er p̊a å predikere usett data,

som modellen ikke er trent og bygget p̊a (Jank, 2011, s.140) . Måltallene kommuniserer

forskjellen mellom observerte, historiske data og de predikerte data. Generelt kan det sies;

hvor lavere MAE og RMSE er, hvor mer presis er modellen. Hvor mer presis modellen er,

hvor mer informasjon kan høstes.

27En case innehar informasjonen om alle aktiviteter tilknyttet ett menneske som trenger akutt medisinsk
hjelp. Der den totale tiden er summen av tidsbruken til alle aktiviteter, primært fra n̊ar noen ringer til
EMS, og til n̊ar vedkommende er avlevert av ambulanse til akutten. I datasettet er variabelnavn for total
tid, THROUGHPUT TIME.

28I kilden henvises det til revisjon av data ved bruk av PM, vi vil gjøre det samme, men ogs̊a ved bruk
av ML.

29Data som er reservert for diagnose av ML modell.
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Kapittel 2

Teori

Teori, fra det greske ordet theoria (Θεωρια), har kommet til å bety i den vitenskapelige

metode “vel attesterte antakelser om virkeligheten”1. I kapittelet utledes de r̊adende

teorier, som vil understøtte hvilke metoder vi skal bruke for å besvare problemstillingene.

2.1 Process Mining

PM har til hensikt til å skaffe prosessinformasjon gjennom å analysere hendelseslogger

med prosessdata (Aalst et al., 2012, s.12). PM finner sin plass mellom prosessviten-

skap og datavitenskap (Aalst, 2016, s.18). Korrekt representert prosessinformasjon fra

hendelseslogger ved bruk av PM og datavitenskap, vil kunne generere innsikt, tilknyttet

organisasjoners operasjonelle prosesser. Det er flere bedrifter som nyttiggjøre seg av PM,

blant annet ABB og Chemours, dette for dataanalyse hensikter (Spanyi & Davenport,

2019). PMs økte popularitet blant organisasjoner kommer fra PMs evne til å kunne rep-

resentere aktiviteter og prosesser, p̊a en god måte (Aalst, 2016, s.193). Alt er likevel ikke

rosenrødt, feil implementering kan gi feil representasjon av virkeligheten, og eller pro-

motere uheldige endringer av n̊aværende prosesser. Dette p̊a basis av analyserte a-priori

data (Aalst, 2016, s.448). Modeller er ogs̊a utsatt for konseptdrift. Konseptdrift skjer n̊ar

atferd endres ved oppdagelse av ny informasjon, fra PM (Aalst, 2016, s.450). Hvor den

nye atferden blir fanget opp i ny fremtidig data, a posteriori. Gammel modell blir da ut-

datert grunnet ny atferd, og m̊a eventuelt skrotes eller oppdateres (Zliobaite, Pechenizkiy

& Gama, 2016, s.2). Fallgruvene tatt i betraktning, ved korrekt implementasjon, indikeres

det fra litteraturen at PM vil kunne i ulik grad representere prosesser fra virkeligheten

(Aalst, 2016, s.193).

2.1.1 Process Mining og Data Mining

PM er ansett å være en “missing link” mellom Business process management (BPM) og

dataanalyse (Aalst et al., 2012, s.4). Der dataanalyse er å finne mønster og forhold internt

1Se artikklene, Theoria (2020) og Theory (2020).
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i dataene, med den hensikt å kommunisere disse funnene (Aalst et al., 2012, s.4). Har

BPM til hensikt å studere de interne prosesser og aktiviteter i en organisasjon (Aalst,

2016, s. 16). N̊ar en kombinerer disse to, s̊a fungerer PM som en datadrevet metode for

å analysere prosesser.

2.1.2 Data og Hendelseslogger

PM nyttiggjør seg av hendelsesdata. Slik data er et strukturert i hendelseslogger. Fra den

teorien, indikeres det at en hendelseslogg skal fremheve fire perspektiver; organisasjon-,

case-, tid- og aktivitetsperspektiv (Aalst et al., 2012, s.4). Disse perspektivene belyses

i form av variabler. Organisasjonsperspektiv er med p̊a å belyse hvilke ressurser som

er tilknyttet en prosess, tidsperspektiv belyser tidsbruk ved aktiviteter, caseperspektiv

sier hva som skal analyseres og aktivitetsperspektiv tar for seg hyppighet, sortering og

modellering av aktiviteter. Ifølge Aalst et al (2012, s.5), er disse perspektiver med p̊a å

belyse de ulike elementene ved en prosess.

PM som en disiplin har kravspesifikasjoner til data og dataenes struktur. For at data skal

kunne være kompatibel for PM, m̊a dataene representeres i en hendelseslogg. Algoritmene

som blir brukt til å generere prosess informasjon, er avhengig av kompatibel loggdata. Den

enkleste hendelseslogg har tre attributter, derav en variabel for aktiviteter, tid da aktivitet

fant sted, og en unik case ID. Disse variablene er minimumskrav til en hendelseslogg. I

tillegg kan en ha flere variabler (utover disse tre), f.eks kostnad (tilknyttet aktivitet),

bruker ID (gjøreren av aktivitet), samt flere andre variabler av ulik natur2 (Aalst, u.̊a,

s.9). Hendelsesloggens minstekrav er ment for å representere kjernen av alle prosesser

tilknyttet aktiviteter. Dette gir en grov simplifisering av virkeligheten.

En logg kan eksempelvis sees slik ut. Hendelsesloggen = L.

L = [(a, b, y)., (a, z, y).3, (a, x, y).]. (2.1)

Loggen har start aktivitet a, og henholdsvis tre alternative aktiviteter, før den siste avs-

luttende aktivitet y. I denne hendelsesloggen er det tre traces3, der to av dem har info

om en enkelt case. Trace (a,z,y)3 har info om tre caser, dvs at tre caser har fulgt samme

vei (Aalst, 2016, s.171).

2.1.3 Process Mining Variabler

Case ID

Denne variabelen er unik for en unik case. I en hendelseslogg, vil en case ID kunne

fremkomme flere ganger i datasettet. Vis s̊a, indikerer det at en case innehar flere ak-

2Denne listen er ikke utelukkende, da det ikke bør være et problem å kunne tilpasse en hendelseslogg,
gitt spesifikke behov.

3Aktivitetskombinasjoner tilknyttet en case.
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tiviteter. En case kan ogs̊a ha gjentagelser av de samme aktiviteter som tidligere hadde

truffet sted (Aalst, 2016, s.129-132). En case kan ogs̊a p̊ag̊a samtidig med en annen case.

Tid

Tidsvariabelen fanger opp tiden n̊ar en aktivitet finner sted. For økt validitet har de fleste

hendelseslogger loggført helt ned p̊a minutt niv̊a, eller lavere (Aalst, 2016, s.129). Total

tidsbruk for alle aktivitetene tilknyttet en case er gjennomstrømtiden.

Aktivitet

Pasient Aktivitet Timestamp(tid). Satus Aktivitets-instans Ressurs

Ola Nordmann Registrering 2018-08-08-10:00 Ferdig 1 Åse
Ola Nordmann Utkjøring 2018-08-08-11:00 Ferdig 2 Mathilde
Ola Nordmann Hentes Ambulanse 2018-08-08-12:00 Ferdig 3 Kari
Ola Nordmann Transport 2018-08-08-13:00 Ferdig 4 P̊al
Ola Nordmann Fremme Sykehus 2018-08-08-14:00 Ferdig 5 Per
Ola Nordmann Avlevert 2018-08-08-15:00 Ferdig 6 Reodor
Ola Nordmann Case Ferdig 2018-08-08-16:00 Ferdig 7 Jonathan

Tabell 2.1: Hendelseslogg. Kilde: Tilpasset fra Aalst (2016, s.129).

En hendelseslogg best̊ar av x antall aktiviteter. Om en har syv mulige aktiviteter en case

kan være utsatt for, s̊a betyr det 7! = 5040 mulige aktivitetskombinasjoner4 for en case

gitt n aktiviteter. Det er likevel liten sannsynlighet for at alle disse scenarioene noensinne

vil se dagens lys (Aalst et al., 2012, s.12). Sortering av aktivitetenes rekkefølge i en case

er kontekstbetinget.

Supplerende Variabler

Utover de nødvendige variabler, s̊a er det flere andre variabler som kan brukes for å

supplere beskrivelsen av prosesser. Primært kostnad-, sortering-, transaksjonsinfo- og

ressursvariabel (Aalst, 2016, s.152). Kostnad (eller inntekt) omhandler en pengesum

tilknyttet en aktivitet, dette kan eksempelvis være verdiskapning, eller lønn. Sorter-

ingsvariabel søker og sorterere aktivitetenes rekkefølge i en unik case, dette er hensik-

tsmessig da flere caser kan overlappe hverandre og en unik sorterings variabel kan være

med p̊a å skille mellom ulike caser5. Resursvariabel indikerer hvilke ressurs som har blitt

brukt til å gjennomføre en aktivitet. Der variabelen kan ha ulike niv̊aer, for eksempel

individ-/gruppeniv̊a.

2.1.4 Hovedmetodene i Process Mining

I PM er det tre hovedmetoder for dataanalyse: Discovery, conformance og enhancement

(Aalst, 2016, s.276).

4Traces i PM terminologi.
5Dette er aktivitets-instans variabelen i Tabell 2.1.
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Figur 2.1: De Ulike Metodene i Process Mining. Kilde: Tilpasset fra Aalst (2016, s.276).

Process Discovery

Process discovery er en kombinasjon av data utforskning (discovery), samt control-flow

perspektivet (Aalst, 2016, s.163). Control-flow perspektivet fokusere p̊a hvordan ak-

tiviteter oppst̊ar i caser. Målet med et slikt perspektiv er å identifisere alle mulige ret-

ninger en case kan ta (Aalst et al., 2012, s.4).

“The control-flow description is the backbone of any process model.” (Aalst

et al., 2012, s.8).

En process discovery algoritme lager en prosessmodell. En slik algoritme er en funksjon

som søker å lage en modell fra en hendelseslogg. Formålet er å skape en modell som

representerer atferden observert i hendelsesloggen (Aalst, 2016, s.164). Process discovery

er den viktigste grenen innad PM, da den skaper fundamentet for videre analyse (Aalst

et al., 2012, s.4).

“Noise and incompleteness make process discovery a challenging problem.”

(Aalst et al., 2012, s.12).

Prosessmodeller kommer i mange ulike formater, etter hva en ønsker å oppn̊a. Slike

prosessmodeller kan være i form av blant annet business process model notation (BPMN).

eller Petri nets (Aalst, 2016, s.163). En av de største utfordringene i process discovery

fasen, er å finne hvilke process discovery algoritme man skal ta i bruk. Dette for å skape en

mest mulig representativ prosessmodell (Aalst, 2016, s.163). Der en representabel modell

skal inkludere relevant atferd fra hendelsesloggen (Aalst, 2016, s.166).
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Figur 2.2: De Tre Metodene i Process Mining og Deres Output. Kilde: Tilpasset fra
Aalst (2012, s.4).

Conformance Checking

Conformance checking innebærer å analysere om hendelsesloggen er i samsvar med pros-

essmodellen. Det er en to-veis prosess, som innebærer at man ikke bare ser om hendelses-

loggen samsvarer med modellen, men ogs̊a om modellen samsvarer med hendelsesloggen

(Aalst et al., 2012, s.14).

Conformance checking avhenger av forholdet mellom en hendelseslogg og modell. Hensik-

ten er å simulere6 hendelsesloggen, opp̊a prosessmodellen. Conformance kan identifisere

avvik og fellestrekk, mellom hendelsesloggen og prosessmodellen. Dette kan f.eks være

tilfellet hvor atferd observert i logg, ikke blir reflektert i process modellen (Aalst et al.,

2012, s.8-9). Resultat fra conformance checking gir diagnostiske måltall. Der det er

primært fire ulike diagnose kriterier, som søker å adressere prosessmodellen og loggen.

Disse er “fitness”, ”precision”, ”generalization” og ”simplicity” (Aalst, 2016, s.166)7. Det

er ønskelig å balansere disse fire. Der m̊alet er at en algoritme skal produsere en pros-

essmodell (eksempelvis et Petri net8), p̊a basis av loggen. For å regne ut måltall, brukes

prosessmodellen for simulasjon av loggen. Dataene “kjøres” gjennom modellen. Dette

kalles “token-replay/-game”, der en “token” (token er data fra loggen) blir simulert i

modellen (Aalst, 2016, s.243-246). Hvis det eksisterer en trace (aktivitetskombinasjon),

som uproblematisk “kommer” seg gjennom modellen, s̊a p̊avirker det måltallet “positivt”

(eksempelvis økt fitness). Hvis en trace ikke klarer å komme seg igjennom prosessmod-

6I litteraturen kalt replay.
7For ytterligere diskusjon og utledning av m̊altall, kan følgende kilder være nyttige; Aalst (2016)

kapittel åtte, Evaluation Log-Model (u.̊a.) og Rozinat (2008). Måltall blir ogs̊a tatt opp i metode.
8Petri net blir utforsket i seksjonen om alfa pluss. Oppkalt etter Carl A. Petri.
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ellen, betyr det at simuleringen vil kunne “negativt” p̊avirke måltallene9.

PM som et fagfelt er under utvikling10. Dette observeres blant annet fra følgende sitater,

som taler om at det er fortsatt mye arbeid som gjenst̊ar, knyttet til evalueringen av

prosessmodeller.

“In the domain of process mining the evaluation of models (i.e., “How can we

measure the quality of a mined process model?”). is still subject to ongoing

research...” (Rozinat, Veloso & Aalst, 2008, s.1).

Der målet er:

“The ultimate vision for process model evaluation would then be to have a

methodology that assists in selecting the “right” metric for the “right” situa-

tion, and based on the goal of the evaluation” (Rozinat et al, 2008, s.7).

Model Enhancement

Model Enhancement (modell forbedring) er den siste av de tre grenene innad PM. Fra

tidligere om conformance checking hvor formålet var å måle avviket mellom modell og

hendelseslogg, søker enhancement å forbedre prosessmodellen (Aalst et al., 2012, s.4).

Som vist i figur 2.2 er input fremdeles en hendelseslogg og modell, men output i form

av en ny modell(Aalst et al., 2012, s.4). Prosessmodellen kan repareres via output fra

conformance checking “diagnostic” (Aalst, 2016, s.243). Hvis fitness er lav, s̊a betyr det

at f̊a traces er tatt med i modellen, en løsning da er å manuelt legge ved flere alternativer

for traces, i én prosessmodell.

2.1.5 Prosessmodellen

En algoritme produserer en grafisk prosessmodell (Aalst, 2016, s.55), der en søker å plotte

hendelsesloggen i en modell. Noen av de mer kjente modellene som en gitt algoritme kan

produsere er; Petri net, simpel net, casual net, workflow net, fuzzy og BPMN11. Notasjon

er prosessmodellens eget spr̊ak. Ulike modeller har ulike symboler (spr̊ak), som er designet

for å kommunisere ulike konsepter og scenarioer. Eksempelvis; BPMN er en modell som

søker og fremheve bedriftsorienterte aspekter ved prosesser (Aalst, 2016, s.56). Fuzzy

9Det som menes med, “ikke klarer å komme seg igjennom prosess modellen”, betyr at en case i loggen,
ikke er representert i prosessmodellen. Dette resulterer i at en simulering, s̊a vil denne casen ikke klare
og komme seg fra “A til Å”. Eksempel: Logg har en case med 3 aktiviteter. En modell blir konstruert
av logg data. Den konstruerte modell har bare 2 aktiviteter. Den nevnte case blir ikke representert.

10Dette innebærer blant annet ulike meninger om m̊altallenes egnethet. Dette tas opp i følgende kilde
(Evaluation Log-Model, u.̊a).

11Se diskusjon i Aalst (2016, kapittel 6).
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model søker å sekvensielt vise, eksplisitt, bare aktivitetene i en logg (Fluxicon, u.̊a, s.3).

Korrekt valg av algoritme p̊avirker presisjon og resultat (Aalst, 2016, s. 195).

Figur 2.3: Petri Net og Dens Notasjoner. Kilde: Tilpasset fra Aalst (2016, s.60).

Notasjon i Prosessmodellen

Et eksempel p̊a notasjon finner en i prosessmodellen Petri net. Dette eksemplifiseres her

med alfa algoritmen12. Alfa algoritmen er en relativt enkel og mye brukt prosess mining

algoritme, da den klarer å h̊andtere hendelseslogg data med aktiviteter som skjer samtidig

om hverandre (Aalst, 2016, s.167). Alfa algoritmen produserer en grafisk representasjon,

en prosessmodell. Denne modellen kalles ogs̊a for Petri net. Petri net har en spesifikk

notasjon13. Notasjonen er de ulike momenter som en algoritme søker å grafisk vise i en

prosessmodell, ved bruk av symboler.

I notasjonen eksisterer AND (split, join) og XOR (split, join) (Aalst, 2016, s.60). Fra

figur 2.3 fremkommer et XOR veiskille (split), der en case kan velge mellom alternative

aktiviteter. Det samme gjelder for innsnevring (join). For AND observeres et veiskille

(split), der en prosess må gjennom begge veiene, og m̊a møtes p̊a AND destinasjon (join).

AND tilknyttes transition (kvadratene), der en observerer piler til eller fra kvadraten.

XOR tilknyttes places (sirklene) p̊a lik linje som AND, der XOR har piler til eller fra

sirkelen14 (Aalst, 2016, s.60).

12Alfa algoritmen utledes i metode.
13Se XOR, AND i figur 2.3 for eksempel p̊a notasjon.
14Token fra firguren kan leses om i Petri Net Management (u.̊a.). Token er en utregningsmessig

nødvendighet i et petri net, der tokens er nødvendig for fyringsekvensene relatert til traces. Det menes
da med hvordan caser (fra loggen) beveger seg i modellen. Tokens vil ikke være gjenstand for videre
diskusjon. Places og transition vil være i fokus for analyse og diskusjon i kapittel 4.
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2.2 Maskinlæring

“While artificial intelligence (AI) is the broad science of mimicking human

abilities, machine learning is a specific subset of AI that trains a machine how

to learn.” (SAS, 2020).

ML og kunstig intelligens er ord som ofte brukes synonymt, men forskjellene ligger i detal-

jene. Kunstig intelligens (AI eller KI) omfavner alle momenter som innebærer hvordan en

kan imitere menneskelige egenskaper, der maskinlæring er en gren av kunstig intelligens

(SAS, 2020). ML dreier seg om bruk av algoritmer, som gjør det mulig for en datamaskin

å lære. Maskinen gjør s̊a avgjørelser basert p̊a hva den har lært, uten form for eksplisitt

programmering (Aalst, 2016, s.13). Der tradisjonell koding søker et programmert ønsket

output, er form̊alet i ML å produsere en ML-modell.

ML kan deles inn i flere overordnede metoder for hvordan maskinen skal lære. Disse

metodene er supervised learning, unsupervised learning, reinforcement learning og semi-

supervised learning (Krzyk, 2018). Fokus i denne oppgaven vil ligge i supervised learning,

der resterende teori vil ha fokus p̊a denne grenen av maskinlæring. Det alle metodene har

til felles er en underliggende læringsalgoritme (Aalst, 2016, s.13).

2.2.1 Maskinlæringsmodell

En ML-modell har egenskapen til å predikere verdier fra nye observasjoner (Hastie, Tib-

shirani & Friedman, 2017, S.2). Modellen er resultatet av læringsalgoritmen, som er

anvendt (Aalst, 2016, S.13). Enhver modell er unik tilpasset datagrunnlaget, der algorit-

men er det teoretiske rammeverket for hvordan en modell skal produseres (Krzyk, 2018).

En ML-modell har en avhengig variabel, som skal predikeres15. De uavhengige variablene

er grunnlag for trening av modellen, dette for å predikere den avhengige variabel.

ML-modellen innehar modellparametere og hyperparametere. Modellparametere, er pa-

rametere som læres direkte av datasettet (ved en læringsalgoritme). Et eksempel er ko-

effisienter i lineær regresjon. Hyperparametere skiller seg ut ved at de ikke er lært direkte

av datasettet. Disse er spesifisert før modellen blir trent. Hyperparametere reflekterer

algoritmens interne struktur, ved å spesifisere hvordan ML-modellen skal konstrueres.

Eksempel p̊a hyperparametere er lambda (λ) i ridge og lasso regresjon16. Lambda har

til hensikt å straffe/redusere koeffisienter, før koeffisientene (modellparametere) er endelig

konstruert (Hastie et al., 2017, s.61-63). Ved hjelp av hyperparametere, kan man forbedre

algoritmens presisjon, og derav f̊a modellparametere som minimerer feil prediksjoner.

15I denne oppgaven er den avhengige variabel, gjennomstrømstid.
16Ridge og lasso brukes senere i oppgaven, for prediksjon.

21



2.2. MASKINLÆRING KAPITTEL 2. TEORI

Figur 2.4: Representasjon av en Prediktiv Modell.

2.2.2 Supervised Learning

“For each example the goal is to use the inputs to predict the values of the

outputs. This exercise is called supervised learning.” (Hastie et al., 2017,

s.17).

I supervised læring antas den avhengige variabelens utfall å være definert for alle obser-

vasjoner17. Det er med andre ord spesifisert utfallet av hva prediksjonen kan være (Aalst,

2016, s.92). En slik prediksjon kan gjennomføres ved å gi læringsalgoritmen X variabler

(Hastie et al., 2017, s.18). Supervised læring brukes ofte n̊ar en har en antagelse om at

fenomener, kan forklares p̊a basis av historisk data (SAS, 2020). Supervised læring kan

deles opp i to kategorier. Den første er å predikere en kontinuerlig variabel (regresjon),

noe som er fokus i denne studien. Den andre er klassifisering av utfall (klassifisering),

eksempelvis salg/ikke salg, svindel/ikke svindel. Den endelige modellen kan predikere

utfallet p̊a ny ukjent data, for å komme med prediksjoner. Dette fremkommer fra figur

2.4

2.2.3 Bias og Varians

Målet med supervised maskinlæring er å predikere fremtiden (Jank, 2011, s.126). P̊a

historiske data, kan ML modellen forklares av R kvadrat (R2). R kvadrat gir et prosentvis

måltall, som forklarer forklart varians i modellen (Jank, 2011, s.127). P̊a historisk data

gir dette innsikt i modellens prediksjonsevne, men i prediksjon av fremtidige usett data s̊a

er dette ikke tilstrekkelig. Måltallet fanger ikke opp effekten av prediksjon p̊a fremtidig

17Derav navnet supervised læring, ettersom utfallsvariabelen er definert av menneskelig veilder (Krzyk,
2018).
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data, grunnet at måltallet er basert p̊a historisk data. For å takle dette problemet finner

vi i teorien, konseptet om treningsdata og testdata. Disse data brukes for å vurdere

bias/varians og generaliserbarhet (Hastie et al., 2017, s.222-223 og Jank, 2011, s.134).

For å kunne gjøre meningsfylte vurderinger om hvorvidt én modell vil kunne predikere

p̊a fremtidig data, vil det være hensiktsmessig å inndele historisk data i treningsdata og

testdata. Dette gjøres for å begrunne om hvorvidt modellen har generaliserbarhet (Hastie

et al., 2017, S.219). Treningsdata er datagrunnlaget for hva modellen er konstruert p̊a.

Testdata, er data som er reservert for diagnostisk om prediksjonsevnen. Hvis testdata

utviser god evne for prediksjon, vil en kunne ekstrapolere at modellen evner å predikere

p̊a usett fremtidig data (Jank, 2011, s.126). Blant de egnede m̊altall for å vurdere evne til

prediksjon, eksisterer MAE og RMSE (Jank, 2011, s.140), som respektivt måler feilledd i

absolutte verdier (MAE), og kvadratroten av kvadrerte feilledd (RMSE).

Bias og varians er uønskede fenomener i modellen, og gir upresis prediksjon p̊a testdata.

Mer presist s̊a er høy bias, det som gir underfitting, og høy varians gir overfitting. Begge

fenomener i modellen gir uegnet generaliserbarhet (Hastie et al., 2017, s.225-226). En

modell med høy bias vil i lav grad fange opp mønstrene i treningsdata. Dette skyldes

primært mangler p̊a variabler (utelatelsesbias). Dette leder til lav varians (Hastie et al.,

2017, s.223). En annen årsak for høy bias er ogs̊a valg av en algoritme som ikke tilstrekkelig

adresserer mønstrene i dataene. Det reverserte gjelder for høy varians, da vil det være

lav bias. Dette fordi modellen klarer å fange opp mye av mønstrene i treningsdataene.

Likevel, høy varians vil være problematisk da slike forekomster utviser s̊akalt overfitting,

noe som leder til lav generaliserbarhet p̊a testdata. Hoved̊arsaken til dette fenomen er

ofte tilknyttet inkluderingsbias, da en har inkludert problematiske variabler18, eller valgt

en uegnet algoritme som har overfitting (Hastie et al., 2017, s.223).

Den gode modell er den som klarer å balansere dette tveeggede sverd, der en søker å

minimere bias og varians19 og derav kunne generalisere p̊a usett data. En modell som

klarer å finne dette vinningsoptimum, mellom bias og varians, har da bare gjenst̊aende

ufravikelig støy i modellen. Dette er støy som ikke kan fjernes gitt dataenes egenskaper,

eller mangelen derav (Hastie et al., 2017, s.223).

Totalfeil = Bias2 + V arians+ UfravikeligStøy (2.2)

18Problematiske variabler, kan f.eks være varialer som har høy korrelasjon med hverandre.
19Bias og variance er støy man kan fjerne som kalles fjernbar støy (reducible), men støy vi ikke kan

gjøre noe med, som følge av mangler p̊a uavhengige variabler kalles ufravikelig støy (irreducible).
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Kapittel 3

Metode

I dette kapittelet blir metode for PM og ML presentert. I PM utledes alfa pluss algoritmen,

som skal brukes i besvarelsen av problemstilling 1. I ML utledes fire algoritmer som skal

brukes i besvarelsen av problemstilling 2.

3.1 Data

Data er hentet fra den åpne databasen, NYC OpenData (2020). Navnet p̊a datasettet

er “EMS Incident Dispatch Data” (NYC Opendata, 2020). Dette datasettet inneholder

utrykninger i ambulansetjenesten, tilknyttet NYC. For å kunne utføre PM og ML bruker

vi det statistiske programmet R, med relevante tilleggspakker1.

Den totale databasen inneholder 16.4 millioner observasjoner og 31 variabler2. Obser-

vasjonene i dataene strekker seg over perioden 1/1 2008 til 31/12 2019. Dette er alle ob-

servasjonene tilgjengelig fra databasen, tidspunktet da oppgaven ble skrevet. Oppgavens

avgrensning strekker seg til kardiologiske diagnoser (hjertestans) og utrykninger tilknyt-

tet bydelen Manhattan3. Dette uttrekket sikrer at kun f̊ar hjertestans og ambulansereiser

innad Manhattan.

3.1.1 Preprosessering før ML og PM

For å arbeide med ML og PM kreves korrekt inndeling av variabler med ulike datatyper

(f.eks. variabler som kategoriske og kontinuerlige). NYC OpenData databasen klassifiserer

ikke variablenes datatyper. Det m̊a dermed klassifiseres4 ved innlasting til R. Inndelingene

for hvilke datatyper disse variablene har blitt spesifisert med, er belyst i Vedlegg I.3

I preprosessering av data er det tatt særskilt hensyn til det faktum at det er hendelsesdata

1R versjonene som brukes er 3.5.3/3.6. En pakke er et objekt som kan lastes ned til R for eks. statistisk
analyse. Pakker lastes ned fra CRAN, som er utgiver av R (CRAN, u.̊a.).

2Se Vedlegg I figur I.2 for variabel beskrivelse.
3Fra databasen spesifiserte vi v̊art uttrykk med tre kriteria (se Vedlegg I figur I.1 Utdrag database).
4Datavask vil bli brukt p̊a datasettet etter variablene er klassifisert.
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fra helsesektoren. Slike data bør behandles med stor respekt. Metodkapitlet søker å

ivareta en slik respekt for dataene. Dette gjøres primært ved å bruke konservative datavask

metoder5. Dette valg underbygges ogs̊a av r̊adende retningslinjer, her fra District of

Columbia Fire and Emergency Medical Services Department (FEMS).

“If any single vehicle’s incident arrival time is missing, the comparative mea-

sure calculation for all vehicles cannot be completed. As such, incidents with

“incomplete time value data” are excluded from benchmark time goal compar-

isons” (FEMS, 2016)6.

All preprosessering og datavask beskrives i Vedlegg I seksjon I.3 og seksjon

I.4.

3.2 Process Mining

Her beskrives PM metoden. Data som brukes i PM er beskrevet i Vedlegg I seksjon I.4,

note 1-57.

3.2.1 Preprosessering av Data for PM

I PM m̊a data behandles i tr̊ad med kravene til en hendelseslogg. Dette innebærer å ha

et minimum av variabler. Dette minimumskrav er representert i figur 3.1, og innebærer

at dataene m̊a inneholde ID, tid og aktiviteter. NYC data er hendelsesdata, og er s̊aledes

skikket til å kunne brukes i PM, men må transformes til logg format. Dette skjer fordi

dataene ikke er loggført som hendelseslogg8. Fra databasen OpenData, s̊a f̊ar en det som

kalles ifølge Aalst, ”flate tabeller” (2016, s.153-154). I flate tabeller er en unik case, en rad.

I en hendelseslogg s̊a er en rad, en aktivitet, der en unik case kan ha flere observasjoner

(rader), avhengig av antall aktiviteter utført. I PM blir dataene transformert i likhet med

figur 3.1. Dette belyses i Vedlegg II.1, der hendelsesloggen blir utledet og forklart.

3.2.2 Hendelseslogg Variabeler

Hendelsesloggen best̊ar av fire variabler. Variablene som brukes er tid, aktivitet, case ID

og aktivitetinstans ID. Disse variablene er egnet for å lage en PM modell (Aalst, u.̊a, s.9).

5Innebærer blant annet at vi ikke vil estimere verdier for manglende (NAs, not avilable, missing values)
observasjoner. Metoden heter imputation (tilegnelse) av manglende observasjoner, der bruk av regresjon
kan gi et estimat for den manglende observasjon. Dette brukes ikke.

6For ytterligere spesifikasjon av benchmarks se NFPA standard 1710.
7Noter henviser til beskrivelse av datavask.
8Fra teorien fremkommer det at PM er i nødvendighet av hendelseslogger, hvor hendelseslogger in-

neholder hendelsesdata. Det finnes alts̊a hendelsesdata som ikke er i hendelseslogg format, som er
nødvendig for at algoritmene skal kunne blir brukt i PM.
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Figur 3.1: Transformasjon av R̊adata til Hendelseslogg.

3.2.3 Process Discovery

I process discovery vil vi nyttiggjøre oss av to algoritmer, alfa pluss og fuzzy. Vi bruker

det samme datasett og hendelseslogg for begge algoritmene. Algoritmene brukes for pros-

essforst̊aelse. Hovedfokus med PM er å lage en prosessmodell, som kan brukes i problem-

stilling 1. Prosessmodellen som brukes for besvarelse av problemstilling 1 er alfa pluss.

Fuzzy brukes bare for eksplorativ dataanalyse (EDA).

Fuzzy algoritmen

Fuzzy algoritmen er blant de mer intuitive algoritmene for å forst̊a store datasett, da

algoritmen har en meget simpel grafisk notasjon (symboler), i prosessmodellen (TUe,

2010). Algoritmen har til hensikt å skape en prosessmodellen. Prosessmodellen viser all

data fra hendelsesloggen. Fuzzy modellerer all aktivitet, uten å gjøre avveininger, slik

Petri net gjør9. Prosessmodellen fra fuzzy er som et kart, da den viser alle traces fra

hendelsesloggen (Anne, 2010). Strukturen til modellen er slik at en aktivitet alltid følger

en annen, med hensyn p̊a aktivitetene sin rekkefølge. Diagnose måltall vil derfor ikke

være av relevans for denne algoritmen, da den ikke søker å gjøre avveininger.

Fuzzy modellene som blir presentert i kapittel fire, inneholder informasjon om tidsbruk

(snitt) mellom aktivitetene, og informasjon om antall caser, som har vært innom en

spesifikk aktivitet.

Alfa pluss algoritmen

Alfa algoritmen er en mye brukt PM algoritme. En av styrkene ved alfa algoritmen,

er evnen til å takle aktiviteter som skjer samtidig om hverandre (Aalst, 2016, s.167).

I litteraturen er det likevel p̊apekt flere svakheter ved alfa algoritme. N̊ar det gjelder

alfa algoritmen, s̊a har den problemer med å representere gjentakende aktiviteter (loops)

(Aalst, 2016, s.167-176). Som et svar til dette, har alfa pluss algoritmen blitt introdusert,

da denne evner bedre og modellere gjentagende aktiviteter (Aalst, 2016, s.176). Utover

9Alfa pluss gjør avveininger, som m̊ales i måltallene.
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dette, s̊a er rammeverket for alfa pluss algortimen det samme som for alfa algoritmen10.

For analyse, vil alfa pluss produsere en prosessmodell. Denne prosessmodellen kan in-

neholde; XOR JOIN, XOR SPLIT, AND SPLIT og AND JOIN symboler.

XOR SPLIT er n̊ar en case st̊ar framfor et valg mellom flere aktiviteter, og m̊a velge (enten

eller) for å komme videre til en annen fremtidig aktivitet. Etter dette valget er tatt, vil

casen nyttiggjøre seg av XOR JOIN. XOR JOIN er en betegnelse for at en case tidligere

har tatt et valg mellom flere aktiviteter, og har passert. AND SPLIT er n̊ar en case må

g̊a i flere retninger, for å kunne passerer videre i prosessene. Dette kan eksemplifiseres fra

figur 2.3, der første aktivitet er registrering, for at casen skal videre gjennom en sjekk,

der denne sjekken er enten (A) STANDARD, eller (B) SKIKKELIG (mer utfyllende).

Fra eksempelet (i figuren) skal alle caser gjennom en sjekk, men som det fremkommer fra

figuren, s̊a er det et valg mulighet mellom (A) og (B). Etter AND SPLIT m̊a casen møtes

i en AND JOIN, for videre progresjon.

3.2.4 Conformance Checking

For evaluering av prosessmodellen, Petri net brukes evalueringstall. Måltallene er fitness,

simplicity, precision og generalization. Disse måltallene kan vise om prosessmodellen er

konform (conformance checking) med hendelsesloggen11. Måltallene tar p̊a seg en verdi

fra 0 til 1. I studien som Buijs et al (2012) gjennomførte, scoret alfa algoritmen høyt

p̊a presisjonsm̊altall12. Loggen som ble brukt hadde syv aktiviteter, og var basert p̊a

l̊anesøknader (Buijs et al, 2012, s. 316-322). Det er like mange aktiviteter som er å finne

i dataene tilknyttet denne studien (se Vedlegg II.1.).

Generalization

Generalization omhandler overfitting av loggen. En prosessmodell som overfitter klarer

ikke generalisere, men reflekter kun hva som har skjedd i selve hendelsesloggen. Det vil si

at en prosessmodell som har lav form av generalisering vil ikke kunne ta høyde for ny13

atferd, som ikke er fanget opp i hendelsesloggen. Hvis verdi er lik 1, s̊a betyr det maks

generalisering.

Fitness

Fitness måltallet representerer antall traces (aktivitetskombinasjoner) som er å finne i hen-

delsesloggen (Evaluation Log-Model, u.̊a). Om en prosessmodell har god fitness, tilsvarer

10Modell produseres i R. Se Vedlegg II II.2 for detaljer.
11Alle m̊altallene fremkommer fra utskriftene i R, der pakken PM4PY brukes (Evaluation Log-Model,

u.̊a).
12Algoritmen fikk følgende resultater. Fitness: 0.992. Simplicity: 1.000. Generalization: 0.889. Preci-

sion: 0.995 (Buijs et al., 2012, s.305-310).
13Dette kan være tilfelle i fenomenet “concept drift”, som dreier seg om at observert atferd kan endres

umiddelbart eller over tid. Dette kan være som følge av at det er ønskelig å handle ulikt fra standardiserte
rutiner. Grunnet blant annet økt konkurranse eller sesong effekter (Aalst et al., 2012, s.14).
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dette at mesteparten av aktivitetene (med tilhørende traces) i loggen, fremstilles i mod-

ellen (Aalst, 2016, s.167). En prosessmodell, ifølge Aalst et al (2012, s.14), sies å ha

perfekt14 fitness hvis den tillater alle traces (aktivitetskombinasjon) i hendelsesloggen, til

å bli gjenspeilet i prosessmodellen. Hvis verdi er lik 1, s̊a betyr det perfekt fitness.

Precision

Precision taler om underfitting, hvor hendelser som avviker markant i forhold til hva

som er observert i logg, blir fanget opp i prosessmodellen (Aalst, 2016, s.167). Det er ikke

ønskelig med traces i prosessmodellen, som ikke eksisterer i hendelsesloggen. Dette skaper

en villedende prosessmodellen (Aalst et al., 2012, s.12). Hvis verdi er lik 1, s̊a betyr det

maks grad av precision.

Simplicity

Simplicity belyser om en prosessmodell inkluderer unødvendig mange hendelser, men bare

de mest relevante som skal til for å forklare atferden i hendelsesloggen. Det blir nærmest

umulig å representere alle traces i en logg15, for meningsfull analyse (Aalst et al., 2012,

s.189).

De presenterte m̊altallene brukes for å teste problemstillingen 1 vedrørende

om: ”process mining vil kunne lage en god prosessmodell av NYC hendelses-

data?”

3.3 Maskinlæring

Her beskrives ML metode, og hvordan hendelsesdata skal brukes i prediksjon. Først

presenteres datavask, s̊a konstrueres ML modeller.

3.3.1 Konstruksjon av Variabler

Den avhengige variabel

Den avhengige variabel i analysen er gjennomstrømstid. Variabelen for gjennomstrømstid

skal predikeres i ML modellen16. Gjennomstrømstid er differansen mellom start tidspunkt

og slutt tidspunkt.

Dummyvariabler

14Perfekt i og med at modellen fanger opp alt, betyr likevel ikke at modellen er god.
15Betinget p̊a at logg er kompleks. Hvis f̊a aktiviteter, s̊a er ikke dette nødvendigvis et problem.

Måltallet er inspirert av Occams barberkniv.
16Fremkommer i datasett som THROUGHPUT TIME.
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For ML lages dummyvariabler17, som indikatorer for manglende observasjoner (NAs) i

aktivitetsvariablene18. Målet er å gi informasjon til ML modellen, om hvorvidt én case

har manglende observasjoner. Dette kommuniserer til ML modellen hvilke, og hvor mange

aktiviteter som er tilknyttet én case. I tillegg til dette kommuniseres det hvilke aktiviteter

som ikke er tilknyttet en case. Slike variabler er ogs̊a brukt i andre studier. Dongen et al

(2008, s.6) presenterte en variabel for hvor mange aktiviteter som var tilknyttet en unik

case.

Tidsvariabler

Tidsperspektiv inkluderes i ML modellen. Dette gjelder n̊ar en case har inntruffet. Det

er nærliggende å tro at eksempelvis, tid p̊a døgnet vil p̊avirke gjennomstrømstid, samt

andre attributter. Vil det være flere hendelser p̊a formiddag fremfor ettermiddag? I

aktivitetsvariablene er det registrert tidspunkt (timestamps) for n̊ar en aktivitet har fun-

net sted. Tidspunkt innehar potensielt viktig informasjon som kan bidra til å forbedre

ML modellene. I studien Lingnitz et al (2018, s.1055) gjennomførte, var to tidsvariabler

(ankomst og uke) blant de ti viktigste variablene. For å best representere slike tidsdata

vil det bli produsert seks variabler, som er basert p̊a aktivitetsvariablene19.

3.3.2 Datavask Tilknyttet ML

Eliminasjon av Numeriske Variabler

Korrelasjonsmatrise i Vedlegg I.6 ble brukt for å identifisere hvilke numeriske variabler

som ble eliminert. Korrelasjon viser den lineære sammenhengen mellom to numeriske

variabler. Korrelasjon er en verdi som strekker seg fra verdiene -1 til +1, hvor -1 er perfekt

negativ lineær samvariasjon og +1 er perfekt positiv lineær samvariasjon. Variabler med

stor korrelasjon, kan føre til multikollineæritet. Da begge variablene er med p̊a å forklare

samme variasjon20.

Eliminasjon av Diverse Variabler

Det eksisterer variabler som forklarer minimal variasjon i den avhengige variabelen, disse

fjernes21. Andre variabler er utenfor gjeldende avgrensninger, og derav overflødige22.

Tidsvariablene er i uegnet dataformat og er substituert med dummy variabler23.

Eliminasjon av Kategoriske Variabler

17Informasjon om dummyvariabler, se Vedlegg I.4, note 7-10.
18Se Vedlegg I.3, POSIXct variabler.
19For utdypende informasjon av konstruksjon av tidsvariabler, se Vedlegg I: I.4, note 11-16.
20Hvilke numerisk variabler som ble eliminert som følge av korrelasjonsplotet belyses i Vedlegg I.6 og

I.4 note 49.
21Vedlegg I.4, note 24.
22Vedlegg I.4, note 25.
23Vedlegg I.4, note 17-23.
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For å belyse de mange faktor variabler24 s̊a er det lagd en figur basert p̊a ”Cramers V”

(Cramers V, u.̊a). Resultatene er presentert i Vedlegg I.5, og vil her bli brukt for å

utvelge hvilke variabler som skal brukes i modellen25. Cramers-V funksjonene resulterer

i et chi square, som gir et m̊altall mellom 0 og 1. Dette tallet viser samvariasjon mellom

to faktorvariabler. Tolkningen er tilnærmet det samme som for korrelasjon, 0 er ingen

samvariasjon, hvor 1 indikerer at variablene har perfekt samvariasjon. Ved hjelp av chi-

square, er det identifisert flere faktorvariabler med perfekt korrelasjon 1. Det er valgte å

sette en terskel p̊a maksimum 0.8 korrelasjon26, variabler som faller under denne terskelen

beholdes27.

Eliminasjon av Observasjoner

Hendelsesdataen inneholder flere anomaliteter. Dette er tilfellet hvor kategorier av faktor

variabler inneholder svært f̊a observasjoner. Et annet eksempel er n̊ar kategorier i faktor

variablene er registrert i hendelsesdata, men ikke henvist til i forklaringen av hendelsesdata

(se I.2 forklaring av EMS variabler). Der en kategori er registrert i hendelsesdata, men

ikke gitt noen forklaring av FDNY EMS, anses slike kategorier som spuriøse, og fjernes.

Kategorier som har ekstremt f̊a observasjoner vil kunne skape problemer ved trening av

ML modellen. Dette fordi svært f̊a observasjonen kun blir fanget opp i testing av modell

og ikke trening (eller vice versa). For å unng̊a dette problemet, blir variabler med ekstremt

f̊a observasjoner eliminert28.

Manglende observasjoner (NAs) tilhørende gjennomstrømstid vil bli eliminert. Hvis det er

en manglende observasjon i den avhengige variabel, betyr det at enten den første aktivitet,

eller den siste, ikke har skjedd, eller ikke er loggført. Det avgrenser til komplette caser29.

Unormalt store verdier blir eliminert30. Dette er foranket i fremgangsmetodikken til FEMS

EMS.

”If this time value results in a vehicle “Travel Time” duration exceeding 1,800

seconds (30 minutes), there is high likelihood the time value was inaccurately

recorded” (FEMS, s.47, 2016).

Det endelige datasettet for ML (ABT) fremkommer i figur 3.2.

24Faktor er ekvivalent med kategorisk. Faktor er begrepet R bruker.
25I R modellerte vi ved hjelp av krysstabeller de nødvendige data for å kunne bruke Cramers-V funksjo-

nen.
26Gjøres for å unng̊a mulig multikollinearitet.
27Vedlegg I.5 og I.4, note 27-43.
28Vedlegg I.4, note 47-48.
29Vedlegg I.4, note 26.
30Vedlegg I.4, note 44-46.
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Figur 3.2: Datasett for Maskinlæring.

3.3.3 Anvendt Maskinlæring

Her vil ulike algoritmer som er andvendt for ML bli beskrevet. Videre vil eksersisen for

konstruksjon og kalibrering av modell bli fremvist.

Regresjonsanalyse

For å predikere den totale tid for en hendelse, s̊a er regresjon en mye brukt metode. I

denne studien vil lineære modeller bli anvendt. Dette anses som tilstrekkelig, for å gi

en indikator p̊a interaksjon mellom avhengig og uavhengig variabel (Hastie et al., 2017,

s.43).

Lineær Regresjon

Lineær regresjon er en av algoritmene som andvendes for å predikere gjennomstrømstid.

Modellparametrene blir konstruert ved å bruke minste kvadraters metode. Dette minimere

total støy ved å innføre en kurvetilpasning (Gripsrud, Olsson & Silkoset, 2016, s.302).

Denne kurvetilpasningen gjør at modellen minimerer residualkvadratsummen, med hensyn

p̊a den avhengige variabel (Sucarrat, 2016, s.52). Den lineær regresjonen kan fremstilles

slik.

Y = α + βX + ε (3.1)

Y er den avhengige variabel gjennomstrømstid. α er konstanten i ligningen og gir oss den
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estimerte verdien p̊a y, gitt at x er lik null. β er den estimerte koeffisient til variabelen,

p̊a basis av utvalgte populasjonsdata. Flere beatakoeffesienter vil bli introdusert for å

estimere gjennomstrømstid. Disse koeffisientene kommer fra multivariat lineær regresjon

(MLR). β gir oss tolkningen for hvordan den avhengige variabel blir p̊avirket av den

uavhengige variabel. Restleddet (feilledd) ε gir oss info om uforklart varians, som X ikke

evner å forklare, med hensyn p̊a estimeringen av Y.

I multivariat lineær regresjon (MLR) bruker vi minste kvadraters metode for å predikere

gjennomstrømstid. Alle de uavhengige variabler som beskrevet i det foreg̊aende kapittel,

tas med i modellen.

Ridge og Lasso regresjon

Ridge Regresjon og Lasso gir lineære modeller, ved bruk av en krympe-metode p̊a ko-

effisientene. Koeffisientene krympes ved en straffutmåling basert p̊a hyperpameteren

lambda. Lambda, λ, krympingen baserer seg p̊a koeffisient størrelsen og residualkvadrat-

summen. Desto større lambda, desto større krympe effekt (Hastie et al., 2017, s.63).

Lambda krymper koeffisienter med hensikt p̊a å redusere varians31 (Hastie et al., 2017,

s.63).

β2
1 + β2

2 ≤ t2 (3.2)

| β1 | + | β2 |≤ t (3.3)

Funksjonen som viser til krympeeffekten sess i formel 3.2 for Ridge begrensning (sirkel) og

formel 3.3 er Lasso begrensning (kvadrat) (Hastie et al, 2017, s.71). I figur 3.3 fremkom-

mer elliptiske sirkler fra minste kvadraters feil (Hastie et al, 2017, s.71). I lasso og ridge

blir koeffisientene determinert der den elliptiske sirkel treffer den angitte begrensning. Vi

ser da fra figuren at det er to vidt forskjellige begrensninger, der den ene er en sirkel og

den andre er et kvadrat. Lasso er annerledes enn ridge, da koeffisienten kan f̊a verdi null

om beta treffer en av aksene. Dette skjer p̊a bakgrunn av lasso (kvadrat) begrensningen

(Hastie et al., 2017, s.72). Med flere koeffesienter (betaer) vil en kunne risikere å f̊a flere

verdier mot null (Hastie et al., 2017, s.72).

31Som kan være et resultat av høyt korrelerte variabler (Hastie et al., 2017, s.63).
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Figur 3.3: Illustrasjon av Lasso og Ridge - Regresjon. Kilde: Tilpasset fra Hastie et al.,
(2017, s.72).

XGBoost

XGBoost er en algoritme basert p̊a ensemble metodikken kalt boosting. Ensemble i ML

innebærer bruken av flere separate modellers utfall/prediksjon. Boosting er en av flere

ensemble teknikker (Elite data science, u.̊a.). Boosting fokuserer p̊a å andvende flere

”svake”32 modeller for å konstrure en endelig modell (ensemble) (Hastie, 2017, s.337). En

svak modell (learner), ses i kontekst av hvor restriktiv modellen er33.

Boosting er en iterativ prosess, dette innebærer at informasjon fra hver svake modell som

blir konstruert, blir tilegnet den neste modellen i sekvensen. For hver sekvens ender man

opp med en modell med høyere forklaringskraft, da modellen har iterativt lært av feil den

tidligere modellen har gjort (Hastie et al, 2017, s.338). P̊a en slik måte mister tidligere

svake modeller sin innflytelse, da ny informasjon blir tillegnet den neste modellen. Denne

sekvensen gjentas slik at man til slutt st̊ar igjen med en helhetlig modell, og derav navnet

ensemble (Hastie, 2017, s.337). Ensembele modellen har s̊a større forklaringskraft, enn en

svak modell isolert sett. Ved tilfellet av XGBoost, anvender vi en lineær variant som m̊aler

det lineær forholdet mellom avhengig og uavhengige variabler. Den additive prosessen ved

å inkludere flere svake modeller til et ensemble (kalt boosting) er henvist til i funksjon

3.4 (2017, s.341).

f(x) =
M∑

m=1

βmb(x; γm) (3.4)

32Dette kalles ogs̊a for ”weak learnes”
33dette kan f.eks være max dybde i hendelsestrær (Elite data science, u.̊a.))
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Der antall iterasjoner betegnes som M sekvenser34. Etter hver sekvens (M) blir modellen

krympet og kontrollert, ved hjelp av hyperparametrene alfa og lambda (Hastie, 2017,

s.364). Krymping av modellparametrene andvendes for å motvirke overfitting36. De

nevnte hyperparameterene er med p̊a å kalibrere læringsprosessen, slik at modellen vil

kunne gjøre mer pressise prediksjoner (James, 2013, s.322)37.

3.3.4 Variabel Transformasjon

Det andvendes min-max feature scaling for normalisering av variabler. Ved min-max

feature scaling redusere man de numeriske variablene til en rekkevidde fra 0-1 (Feature

scaling, u.̊a.). Denne metoden er andvendt p̊a alle de numeriske uavhengige variablene.

Hensikten med normalisering av de numeriske variablene er å behandle variabelen p̊a lik

skala. Reisetid er p̊a en større skala (tidsbruk snitt 375 sek), enn responstid (tidsbruk

snitt 28 sek). Se figur 3.2.

Normalisering er særdeles viktige ved bruk av Lambda (λ) hyperparameteren. Om ikke

normalisering blir brukt p̊a de uavhengige numeriske variablene, vil regulariseringsparam-

eteren lambda straffe variabler mer enn andre, ettersom de ikke operer i samme rekkevidde

(James et al , 2013, s. 217)38. Normalisering blir andvendt under treningsfasen i repetert

kryssvalidering39. Dette gjøres for å unng̊a datalekk. Datalekk er et fenomen der infor-

masjon utenom treningsdata, blir brukt til treningen av modellen. Dette medfører til

bias i modellen. Datalekk vil kunne lede til optimistiske modell resultater, da modellen

har hatt innsikt i data, som direkte forklarer fenomenet man ønsker å predikere (Schutts,

O’Neil, 2013, s.313). Sannsynligheten for datalekk reduseres ved å bruke normalisering

etter splitt av data, i trening og test. Dette medfører at modellen ikke har lært fordelingen

(min max transformasjon) i testdata, og derav tar med seg denne kunnskap i trening av

modellen.

3.3.5 Trening av Modell

Her vil det forklares hvilke metoder som ble andvendt for å trene de ulike modellene.

Modellene som blir trent er basert p̊a tidligere utledede algoritmer. Modellene blir trent40

ved hjelp av å kalibrere de ulike algoritmene, slik at sammensetningen av hyperparametere

34ved bruk av XGBoost er Nrunder andvendt istedet for M, dette ser man fra figur 4.2. Læringsraten
(ETA) er en hyperparameter som bestemmer boosting prosedyrens sekvensielle fremdrift35(XGBoost,
u.̊a.)

36Dette innebærer å balansere bias/varians. Kilde: Hastie (2017, s.364).
37Krympe parameterne er noe som skiller XGBoost fra andre boosting algoritmer, da dette er særegent

for XGBoost. Kilde: Gradient Boosting (u.̊a.).
38James bruker en normaliseringstype kalt standardisering. Dette krever normalfordeling. Derfor velges

heller min max normalisering, fordi det ikke krever normalfordelte variabler.
39Blir beskrevet i 3.3.5. Brukes p̊a hvert fold.
40Pakken i R, kalt Classification and Regression Training (CARET), ble andvendt for trening av maskin-

læringsmodellen (Kuhn, 2019).
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gir optimale modellparametere. Disse modellparametere resulterer i best treningsscore og

implisitt lavest total feil.

Trening og Testdata

Datasettet ble splittet opp med 80 % allokert til treningsdata, hvor resterende 20 % ble

allokert til testdata. Data ble splittet tilfeldig, der seed ble satt til 1367841 42

Siste 20 % av datasettet, testdata, vil ikke bli tatt i bruk før modellen er trent. Testdata

settes til side, slik at man kan revidere den endelige modellens prediksjonskraft, og om

den overfitter eller underfitter. Målet er at modellen skal kunne generalisere som nevnt i

kapittel 2, om bias og varians.

Repetert K-fold Kryssvalidering

Det vil her spesifiseres hvordan repetert K-fold kryssvalidering ble andvendt for kalibrering

av hyperparametrene. Repetert K-fold kryssvalidering ble brukt i tandem med grid søk

eller tilfeldig søk, avhengig av algoritmen.

Ved K-fold kryssvalidering splitter man treningsdata (80%) opp i K - 1 antall treningsfold

(Hastie et al, 2017, s.242). Hvor resterende siste fold(1) blir holdt til side for testing. K

i K-fold kryssvalidering spesifiserer antall treningsfold, som dataen splittes opp i. Det er

andvendt K=10 i trening av modellen, som innebærer at treningsdata splittes opp i 10 -

1 = 9 like store deler. Siste testfold blir holdt til side for å teste modellen som er trent

p̊a de 9 resterende treningsfold.

Ved repetert kryssvalidering spesifiseres hvor mange ganger K-fold kryssvalidring skal

gjentas (Kuhn, 2019). Ved v̊art tilfelle har er det valgt å spesifisere antall repetisjoner til

10.

Grid søk og Tilfeldig søk

Det er andvendt grid-søk p̊a lasso og ridge regresjon43. Ved grid-søk spesifiseres et grid,

over en rekke av verdier (Kuhn, 2019). Lengden p̊a gridet er satt til å være 10−2 til 102,

som tilsier verdier 0,001 til 100. Innad i gridet har vi spesifisert at algoritmen kan velge 20

verdier, hvor ønske er å finne hvilke hyperparameter som minimerer/maksimere et spesi-

fisert m̊al. I denne studien ønskes MAE å minimeres. For hvert set av hyperparametere44

41Tilfeldig plukke-orden (sampling), som er reproduserbar. Det vil si, n̊ar et script eventuelt kjøres
senere, genereres likt svar, som tidligere.

42CreateDataPartition i CARET sikrer balanserte proporsjoner mellom klassene i faktor variabler,
tilknyttet testdata og treningsdata. Dette medfører at data vi trener p̊a blir representativt til hva vi
tester p̊a. Dette kan leses mer om under funksjonen createDataPartition i CARET dokumentasjonen,
kapitel 4.1 (Kuhn, 2019).

43Tilfeldig søk er andvendt p̊a XGBOOST, fordi denne algoritmen best̊ar av 4 ulike hyperparametere.
Grid for hver hyperparameter er meget intensivt for CPU, og ble derfor ikke brukt.

44Lasso og ridge regresjon har kun en hyperparameter, som er lambda, (λ).

35



3.3. MASKINLÆRING KAPITTEL 3. METODE

gjennomføres repetert 10-fold kryssvalidering.

Ved algoritmer som inneholder mer enn en hyperparameter (XGBoost) andvendes tilfeldig

søk. Dette innebærer at det blir valgt arbitrære45 sammensetninger av hyperparametere

som søker å minimere MAE (Kuhn, 2019). Det er spesifisert at ved tilfeldig søk er terskel

for antall sammensetninger av hyperparameter kombinasjoner satt til 10. Dette gjelder

hyperparameterne som ble nevnt i utleggelsen av XGBoost algoritmen. For hvert set av

hyperparameter sammensetninger, blir s̊a repeterte 10-fold kryssvaldiering gjennomført.

Etter repetert K-fold kryssvalidering er gjennomført, vil man sitte igjen med en vinner-

modell for alle de valgte sett av hyperparametere. Av disse modellene selekteres den

modellen som har en hyperparameter samensetning, som har oppn̊ad lavest gjennom-

snittlig MAE over sine 10 kryssvaliderings iterasjoner. De beste hyperparametere blir

s̊a trenet p̊a 80 % av treningsdata. Dette gjøres for alle algoritmene, som resulterer i

optimale modellparametere, for den endelige modell.

Figur 3.4: Repetert K-fold Kryssvalidering. Kilde: Tilpasset fra Kuhn (2019, CARET
dokumentasjon kapitel 5.1).

Figur 3.4 viser strømlinjen for hvordan repetert K-fold blir andvendt for trening av de

ulike modellene46 47

Hensikten med K-fold repetert kryssvalidering, er å motvirke overfitting i den trenede

modellen. Om en ikke andvender en kryss validerigsteknikk, og kun trener modellen p̊a

80 % av data, for s̊a å teste opp mot 20 %, vil man ikke være like sikker p̊a om modellen

klarer å generalisere. Dette fordi modellen kun har blitt testet en gang, og kan derav

heller ikke gi en indikator om modellen presterer godt ved ny usett data. K-fold gir en

45Verdier kan gjenproduseres med lik seed, se Kuhn (2019, seksjon 10).
46Preprosessering av data (steg 5) er andvendt for hver iterasjon av K-fold, dette er for å sikre at man

minimerer datalekk ved variabel transformasjon.
47Det eneste som blir endret p̊a ved bruk av grid eller tilfeldig søk er steg 1 i figur 3.4, definering av

sett av hyperparametere. For visualisering av disse hyperparametersett se vedlegg III.1.

36



3.3. MASKINLÆRING KAPITTEL 3. METODE

pekepinn p̊a om modellen klarer å generalisere (Hastie et al, 2017, s.242-244).

3.3.6 Modellvalg Kriterium

For å evaluere modellene som algoritmene produserer (p̊a basis av treningsdata), bruker

vi ulike presisjonsm̊altall48 knyttet opp mot de usette testdata. De to presisjonsmåltall

er følgende; MAE og RMSE49. Evaluering av modellen p̊a dette vis, vil sikre forskningens

robusthet og validitet, da problemstillingen blir utprøvd ved å evaluere data som er urørt

(testdata). Modellen brukes først for å utregne prediksjoner p̊a testdata. Hvor en s̊a

sammenligner historiske data, med hva modellen estimerer. Differansen mellom estimater

og historiske data, kalles for residualer. Disse residualene er utgangspunktet for å estimere

RMSE og MAE.

MAE som måltall bruker de absolutte verdier (av feilledd), for å utregne snittverdien av

disse.

MAE =
1

n

n∑
t=1

|et| (3.5)

RMSE som m̊altall bruker de kvadrerte verdier (av feilledd), for å utregne snittverdien av

disse, sammen med å ta kvadratroten.

RMSE =

√√√√ 1

n

n∑
t=1

e2t (3.6)

MAE gir en absolutt fremvisning av feilledd. RMSE i større grad straffer verdier p̊a

basis av hvor store de er, som en naturlig konsekvens av kvadratrot (Jank, 2011, s.140).

Hvis eksempelvis MAE/RMSE er hundre, s̊a betyr det at modellen predikerer i snitt med

hundre sekunder feil (p̊a avhengig variabel i testdata)50.

Problemstillingen om å predikere gjennomstrømstid i NYC hendelsesdata, vil bli testet

ved disse måltall. Den beste modell er den med lavest MAE.

48Dette kalles testsettscore.
49MAE = Mean absolute error, RMSE = Root mean square error.
50Lignitz (2018, s.1054) endte opp med beste MAE = 390 minutter (se fig. 4.). I et slikt tilfelle er

tolkningen annerledes for MAE, avhengig av den avhengige variabel (minutter eller skunder).
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Kapittel 4

Resultat

Her blir resultatene fra metoden presentert. Vi tar for oss PM og de utvalgte metoder, for

å belyse ambulanse relaterte aktiviteter i dataene. I seksjonen for ML presenteres modell

kandidatene, hvor beste modell for prediksjon av gjennomstrømstid k̊ares. Resultater vil

være gjenstand for diskusjon i kapittel 5.

4.1 Process Mining

Hendelsesloggen som er beskrevet i vedlegg II.1, brukes i PM. Her blir prosessmodellene

fra fuzzy og alfa algoritmen presentert.

4.1.1 Prosessmodell

Fuzzy prosessmodell - Case perspektiv

Figuren 4.1 viser stor samstemthet1 i hvordan aktiviteter blir behandlet i møte med akutt

helsetjenesten. De fleste caser er innom alle de syv aktivitetene. Det fremkommer i ma-

joritetsrute2 der det er en logisk sekvensiell anordning av aktiviteter. Det fremkommer

at det er normalt at en aktivitet følger en annen. Det er ikke tilfeldig hvilke rekkefølge

aktivitetene er anordnet etter. Dette vet vi fra datagrunnlaget, og dette kan sees i Ved-

legg I.3, der vi observerer syv aktivitetsvariabler.

I figuren 4.1 er det avbildet et prosessmodell basert p̊a fuzzy algoritmen som vi har

beskrevet i teori. I dette tilfelle, s̊a vises alle mulige veier fra loggen, og representasjonen

er 100 % av loggen. Det observeres start og endepunkt, dette er ikke aktiviteter, men

en grafisk fremstilling for å vise hva den første aktiviteten har vært, og hva den siste

aktiviteten har vært - for en case.

1Motstykket er uoversiktlige ”spaghetti modeller”, se Aalst (2016) kap 14. Med samstemthet menes
en kompakt oversiktlig prosessmodell.

2Majoritetsruten er i uthevet i bl̊a farge, samt at gjennomsnitt trace er p̊a 6.7 aktiviteter
(Vedlegg II.1). Tatt i betraktning at det er maks syv antall aktiviteter, s̊a er det fornuftig å anta
en slik majoritets-rute.
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Figur 4.1: Absolutte Antall Gjennomstrømning Målt i Unike Caser.
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I figuren 4.1 ser vi at en majoritetruten har begynt med aktivitet INCIDENT DATETIME,

og en minoritetrute har begynt med FIRST TO HOSP DATETIME og INCIDENT CLOSE

DATETIME. Blant de siste aktiviteter en case har tatt, s̊a har vi fire alternativer,

FIRST ON SCENE DATETIME, INCIDENT CLOSE DATETIME, FIRST TO HOSP

DATETIME og FIRST HOSP ARRIVAL DATETIME. Aktiviteten for n̊ar en case blir

åpnet og avsluttet er INCIDENT DATETIME OG INCIDENT CLOSE DATETIME.

Det fremkommer fra figur 4.1 at for hver aktivitet, s̊a ankommer det maks én uthevet

strek, og det utg̊ar maks en uthevet strek. Alle uthevede streker er majoritetsruten.

Alle de tynne strekene er minoritetsruter, som indikerer mulig avvik fra prosedyre eller

feilregistrering i system. Et problematisk eksempel vi ser fra figuren er for eksempel

flere caser som g̊ar fra aktiviteten, INCIDENT CLOSE DATETIME, til andre aktiviteter.

Ideelt sett s̊a skulle det bare vært en rute for INCIDENT CLOSE DATETIME, til ”End”.

Dette er bevis for at det har vært en form for feilregistrering av tid, da denne aktivitetens

rolle er å registrere det siste tidspunkt for en case. En ser ogs̊a at det er tre caser som

g̊ar fra start til den nevnte aktivitet.

N̊ar det gjelder FIRST HOSP ARRIVAL DATETIME, som indikerer n̊ar en ambulansen

er fremme p̊a sykehus, observeres to minoritetsruter fra aktiviteten. Den ene ruten g̊ar di-

rekte til slutt (end), den andre ruten g̊ar til aktiviteten FIRST ON SCENE DATETIME,

som indikerer tid for oppmøte der en pasient er lokalisert. I dette tilfellet s̊a er dette feil

rekkefølge, da FIRST ON SCENE DATETIME logisk burde komme først. I det andre

tilfellet s̊a har 42 caser blitt fullført, uten å ha blitt registrert i den siste aktiviteten.

Dette er med p̊a å underbygge observasjonen om at dataene indikerer en grad av feil-

registrering. Relatert til minoritetsruter, ser det ut til å være fravik fra majoritetsruten.

Majoritetsruten har ikke blitt fulgt i alle tilfeller. Det er interessant at visse ruter frem-

toner seg p̊a en ulogisk m̊ate. I hendelsesloggen eksisterer det en aktivitet, der dens eneste

hensikt er å registrere n̊ar en case er ferdig (INCIDENT CLOSE DATETIME). Det har

seg slik at denne aktiviteten ikke er sist i alle tilfeller, da det fremkommer flere ruter til

end-symbolet.

Fuzzy prosessmodell - Tidsperspektiv

Det fremkommer fra figur 4.2 en prosessmodell, der hendelsesruten for aktivitetene er

markert med sekunder. Dette er gjennomsnittstiden til en aktivitet fra hendelsesloggen.

Sammenligner vi med første (bl̊a) prosessmodell, s̊a er det lite som overlapper med hensyn

p̊a majoritetsruter. Fra de to prosessmodellene ser det ut til å være en reversering av ma-

joritetsrutene. Majoritetsruten i den bl̊a prosessmodellen, er den ruten som er minoritet i

den røde modellen3. Minoritsetrutene i den bl̊a modell, er de ruter med høyest tidsbruk,

3Majoritetrute i røde modell er uthevet rute, som indikerer majoritet av tidsbruk. Minoritet er lavest
tidsbruk.
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Figur 4.2: Fuzzyminner - Tidsperspektiv.
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i den røde modellen. Majoritetsrute i den røde modellen, ser ut til å være de rutene i den

bl̊a modellen som var av minoritet.

Alfa Pluss

Figur 4.3 viser et petri net, som alfa algoritmen har produsert i BupaR pakken fra R. Petri

net prosessmodellen skal tolkes ovenfra og ned. Figuren starter p̊a start og stanser p̊a end.

Et objekt (Petri nets ulike notasjoner) følger et annet. Det første som bør poengteres er at

alle aktiviteter har blitt inkludert i algoritmen, der aktiviteter er representert av figuren

som firkanter. Det er totalt tjueen punkter i modellen. Fra Petri net observerer vi tretten

sirkler, disse sirklene beskriver hvilken vei en case kan ta med hensyn p̊a aktiviteter. De

ulike veiene fra notasjonen er enten split eller joins, med hensyn p̊a enten XOR eller AND.

Fra Petri net observerers bare AND notasjon. Dette sees da det ikke forekommer en splitt

ut ifra en sirkel (place), hvor en sirkel har maks et utløp til en transition (Aalst, 2016,

s.169). Det observeres ogs̊a AND split (til sirkel), men da er det utelukkende fra transition.

Det er fravær av XOR joins/splits, noe som kan indikerer mangel p̊a valgmuligheter, enten

eller scenarioer. Det er ikke tegn til at alfa algoritmen har registrert slik type aktivitet i

hendelsesloggen4.

4.1.2 Conformance Checking

Her presenteres resultatene fra conformance checking. Der måltallene skal belyse forholdet

mellom hendelsesloggen og den produserte Petri net modellen, i figur 4.3.

Alpha Pluss - Conformance Checking

Fitness (average trace) Generalization Precision Simplicity Gjenomsnitt

0,893 0,998 1,000 0,724 0.9038

Tabell 4.1: Presisjonsmåltall - Alfa Pluss.

Fitness

Det fremkommer fra måltallet, fitness, at Petri net modellen klarer å forklare 89.3%

4Dette behøver ikke å være problematisk, men er forst̊aelig i lys av data grunnlaget. Aktiviteter
i prehospital-klinikk er strømlinjeformede, og en aktivitet følger sekvensielt en annen. Det lave antall
mulige aktiviteter underbygger dette, samt resultatene fra fuzzy algoritmen.
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Figur 4.3: Petri Net fra Alfa Algoritme Pluss.
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av alle traces. Forklaringskraften til prosessmodellen er høy5 n̊ar det kommer til dette

måltallet. 100% Betyr at alle traces hadde vært inkludert i prosessmodellen, som alfa

pluss algoritmen har produsert.

Precision

Måltallet som taler om presisjon, endte opp p̊a 100%. fra teorien vil dette bli forst̊att som

om at modellen ikke har underfitting.

Simplicity

Simplisitets kriteriet gir en indikator p̊a hvor simpel prosessmodellen er. I dette tilfellet

observeres det en score p̊a 72,4%. Relativt til alle de andre måltallene, s̊a er måltallet noe

mindre, uten at det nødvendigvis er direkte sammenlignbart.

Generalization

Relatert til modellens evne å generalisere, observeres det et tilnærmet perfekt resultat

p̊a over 99,8%. Forklaringskraften 99,8%, relatert til å generalisere hendelsesdata, kan

sees i lys av hvor uniforme dataene ser ut til å være, særlig i kontekst av resultatene i

fuzzy prosessmodell. En observerer i fuzzy prosessmodellen en liten andel som divergerte

fra minoritetsrute. Fra teorien (Aalst, 2016, s.272) tilsier resultatet fra prosessmodellen

(Petri net), at modellen evner å kunne generalisere, p̊a fremtidig data. Det indikeres at

det ikke er noe overfitting.

Modellen totalt sett virker robust i lys av måltallene, med noe lavere simplicity. Modellen

har klart å fange opp alle aktiviteter. Snitt score p̊a 90.38% virker heller ikke uvanlig

høyt, gitt det faktum at loggen har bare har syv aktiviteter som en case kan ta6. Fra figur

4.3 eksisterer bare AND veier/muligheter, som en case kan ta. En case m̊a innom alle

aktiviteter. Dette ser ut til å korrespondere bra med tanke p̊a at en case i snitt har brukt

6.7 aktiviteter av totalt 7 mulige7. Likevel betyr det at noen caser ikke blir representert

i prosessmodellen (Petri net). Det har blitt gjort en avveining fra alfa pluss, med å ikke

inkludere alle mulige traces.

4.2 Maskinlæring

Her presenteres ML modellene som ble utledet i metode.

5Ikke nødvendigvis ensbetydende med bra.
6Buijs studien fikk snitt score p̊a godt over 90%, med syv aktiviteter i logg (2012).
7Vedlegg II.1
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4.2.1 Trening av Modeller

Ridge

Hyperparameter Verdi

Lambda 37.9269

(a) Ridge.

Lasso

Hyperparameter Verdi

Lambda 0.04281332

(b) Lasso.

XGBOOST

Hyperparameter Verdi

Alpha 0.03879761
Eta 0.7056409
Lambda 0.3648002
Nrunder 92

(c) XGboost.

Tabell 4.2: Optimale Hyperparametere.

Tabell 4.2 viser den optimale hyperparameter sammensetningen i de ulike modellene8.

Som nevnt tidligere ble repetert 10-fold kryssvalidering brukt i tandem med grid og eller

tilfeldig søk. Dette for å finne de optimale hyperparameterene. Fra figur 4.4 ser en

hvordan presisjonesm̊alene under trening av modellen9, gitt de optimale hyperametrene

har beveget seg 10. Det fremkommer ved trening av XGboost, at alle presisjonsm̊alene er

bedre enn de andre tre modellene11

Figur 4.4: Presisjonsmåltall fra Repetert Kryssvalidering.

8Merk at MLR ikke er i tabellen, det er som følge av at MLR anser konstantledd som hyperparameter.
Konstantleddet er holdt konstant over hele modell treningsfasen. Variasjonene som fremkommer i figur
4.4 ang̊aende MLR er kun refleksjon av tilfeldig varians, gitt ulike observasjoner i testfold under trening.

9Man ser fra Figur 4.4 at m̊altallene beveger seg i et lite spenn, som styrker antagelsen om at obser-
vasjonene er proporsjonalt fordelt i testdata. Dette ble nevnt avsnitt 3.3.5 under datafordeling.

10Dette innebærer 10*10 = 100-testfold resultater(resamples).
11Tolkningen av boksplott er det samme som forklart tidligere.
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4.2.2 Modell Kandidater

Tabell 4.3 viser til testsdata resultater for de ulike modellene. I tabellen fremkommer

måltallene MAE, R2 og RMSE. Fra tabellen er alle modellene som er produsert presentert.

Lineær regresjon

Fitstat Sum

MAE 722.30
RMSE 939.79
R2 0.5059

(a) Baseline (MLR).

XGBOOST

Fitstat Sum

MAE 627.15
RMSE 799.92
R2 0.6422

(b) XGboost.

Ridge

Fitstat Sum

MAE 735.35
RMSE 952.78
R2 0.4931

(c) Ridge.

Lasso

Fitstat Sum

MAE 722.76
RMSE 939.75
R2 0.5060

(d) Lasso.

Tabell 4.3: Presisjonsmål til Modellene.

• MAE: Hovedkriteriet for å velge den beste modell er MAE. Vinner modellen er

XGBoost, med lavest MAE p̊a 627.15. De tre andre modellene har tilnærmet like

verdier, der ridge har høyest med 735.35. Lasso og LM (MLR), har nesten lik MAE,

rundt 722.

• RMSE: RMSE er det kvadrerte gjennomsnittlig avvik. RMSE er lavest i XGBoost,

med 799.92. Måltallet er størst i ridge. I Lasso og MLR, er RMSE tilnærmet like

store med 939.80.

• R2 : XGBoost forklarer mest av variasjonen med ca R2 p̊a 64%. Lasso, MLR og

ridge er rundt 50%.

4.2.3 Modell Statistikk

Her presenteres statistikk opp mot modellkandidatene, med fokus p̊a vinner modellen -

XGBoost.
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(a) MLR. (b) XGBoost.

(c) Ridge. (d) Lasso.

Figur 4.5: Observert vs Predikert Verdier.

Fra figur 4.5 ser vi bl̊a prikker som symboliserer de predikerte verdier for gjennom-

strømstiden. Dette er sett opp mot faktiske observerte gjennomstrømstid12. Y-aksen

symbolisere faktiske observerte, der X-aksen symboliserer predikerte verdier13. Det kan

ses fra figuren at n̊ar x-aksen (prediksjoner) er eksakt lik med Y-aksen (virkelige verdier),

vil man treffe den bl̊a linjen. Den bl̊a linjen symbolisere den optimale modellen. Den

Optimal modell er hva man strekker seg etter, den referer til den modellen som predikerer

100 % riktig, og fungere som et referansepunkt for hvor god modellen er. Fra figur 4.3,

fremkommer det at MAE er minst for XGboost, dette ser man tydelig fremkommer i figur

4.5, hvor man observere langt mindre spredning rundt den optimale bl̊a linjen.

12Gjennomstrømstid i testsettet som var p̊a 20 % av totale datasettet.
13Man ser fra Y-aksen at den strekker seg fra verdi 0-10000, som er nøyaktig hvilke rekkevidde som ble

spesifisert for gjennomstrømstid ifra datavask.
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(a) MLR. (b) XGBoost.

(c) Ridge. (d) Lasso.

Figur 4.6: Residualer fra Testdata.

Residualene i figur 4.6 viser grad av feil estimering opp mot gjennomstrømstid. Størrelsen

til residualene er gitt p̊a y-aksen. Residualen er differansen mellom historiske og estimerte

data. De predikerte data er p̊a x-aksen. Hvor større spredning er i residualene, hvor

d̊arligere er modellen p̊a å predikere. Fra de fire figurene observeres stor likhet mellom

MLR, ridge og lasso, i relasjonen mellom residualer og predikert gjennomstrømstid. Fra

disse modellene kan det sees ut som om at det er klynger i dataene fra 0 til 2000 sekunder.

Dette fenomenet er ikke like tydelig i XGBoost, der dataene er mer tettpakket. XGBoost

er ogs̊a alene i å predikere verdier over 8000 sekunder, noe som kan indikere at modellen

er bedre i å fange opp unormalt høye verdier. Utover dette s̊a ser modellene ut til å ha

relativt like spredning av residualer, over og under verdien null p̊a y-aksen.
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Figur 4.7: Densityplot for XGboost Residualer.

En ser fra figur 4.7 at residualene er nærliggende normaltfordelt. Det indikeres at det er

en marginal høyere andel residualer som er negative. Av de største residualen, s̊a er de

positive, da x-asken viser positive reisdualer opp mot 4000 sekunder.

Figur 4.8: Modellparameter Viktighet for Vinner Modell.

Figur 4.8 viser til topp tyve modellparametere fra XGboost. Parametrene er rangert etter

viktighet. Modell parametrenes viktighet er kalkulert ut ifra T-verdi. T-Verdi forteller om

hvor statistisk signifikans modellparametrene er. Høy T-verdi heller over mot høy grad av

viktighet og statistisk signifikans (Sucarrat, 2016, s.21-23). Det som er viktig å p̊apeke,
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er at statistikk signifikans forklarer bare om modellparameteren har effekt (signifikans)

p̊a den totale gjennomstrømstid. Den viser ikke til hvor stor effekten er for prediksjon.

Fra figuren fremkommer det at INCIDENT DISPOSITION CODE variabelen innehar

flest modellparametere med høy signifikans. Fra vedlegg I.8 ser en kodenes betydning i

variabelen, variabelen viser utfallet til en case. Kode 90 fra vedlegget betyr ”ubegrunnet”,

noe som kan forst̊as i kontekst av at en ambulanseenhet ikke f̊ar gjennomført oppdraget.

93 betyr at pasient motst̊ar hjelp. 96 betyr at pasient er ikke tilstede n̊ar ambulanse møter

opp. 87 betyr at oppdrag er avbrutt. INCIDENT TRAVEL er ogs̊a ansett som viktig,

dette omhandler reisetid. Av de resterende er tidsvariabelen for tid p̊a døgnet ansett som

viktig. Disse funn belyses i diskusjon.
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Kapittel 5

Diskusjon & Konklusjon

5.1 Process Mining & Problemstilling

Problemstilling 1 for PM ble formulert slik: Problemstilling 1: Vil process min-

ing kunne lage en god prosessmodell av NYC hendelsesdata? Problemstillingen

nevner først PM, som er metoden i studien. Videre i problemstillingen er ønsket å belyse

om prosessmodellen er god. Dette i Konteksten av NYC hendelsedata.

For å kunne belyse om hvorvidt modellen er god eller ikke, ble måltallene fitness, sim-

plicity, precision og generalization utregnet. Måltallene estimerer ulike aspekter mellom

loggdata og den produserte prosessmodell. Der den produserte prosessmodell er et Petri

net. I innledningen ble det p̊apekt at en god prosessmodell er kontekstavhengig1. Dette

belyses primært ved bruk av de nevnte m̊altall, men ogs̊a ved en visuell vurdering av

et Petri net. I denne studien må det ogs̊a understrekes viktigheten av å forst̊a data-

grunnlaget. Dataene var ikke originalt i hendelseslogg format, men i tverrsnitt format.

Dette innebærer at vi ikke har direkte sammenligningsgrunnlag med andre studier, som

har en hendelseslogg som utgangspunkt2. Tidligere studier vil kunne bli brukt indirekte

for referanse, hvis det er skjellig grunn for det.

Datagrunnlaget til modellen var en hendelseslogg med aktiviteter og caser. En case kan

ta p̊a seg maks syv aktiviteter. I dataene var det loggført 215 066 caser og 1 443 872

aktiviteter. Loggen var begrenset til fire variabler. Dette var en begrensning i dataene

før loggen ble produsert. Med flere variabler kunne mer informasjon om aktivitetene blitt

belyst.

Petri net & Måltall

Det ble produsert prosessmodeller ved å bruke fuzzy og alfa algoritmen, der bare Petri

1Kontekst kan eksempelvis forst̊as i lys av bransje, arbeidsoppgave kompleksitet, algoritme valg og
datagrunnlag.

2Metoden ugyldiggjøres ikke av dette, da dataene som er brukt for PM, er fullt kompatible med
metoden. Se Vedlegg II.1.
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net med tilhørende måltall brukes i besvarelsen av problemstillingen3. Petri net modellen

ble produsert ved hjelp av alfa pluss algoritmen. I prosessmodellen ble alle syv aktiviteter

visuelt representert. Dette er en styrke ved prosessmodellen, da viktig informasjon som

aktiviteter ikke har blitt utelatt. Videre viser prosessmodellen bare overganger (transi-

tions) i form av AND notasjoner. AND notasjon kommuniserer at en case m̊a utføre alle

aktiviteter før videre progresjon. Motsetningen er XOR, som kommuniserer at en case har

valgmulighet mellom to eller flere aktiviteter. XOR notasjon er ikke å finne i modellen.

Petri net har kun brukt AND notasjonen. P̊a basis av datagrunnlaget kan det se ut til å

være et rett valg, fra alfa pluss algoritmen. Dette fordi aktivitetene er logisk anordnet4.

Dataene har til hensikt å vise n̊ar en aktivitet har inntruffet. I stor grad skjer en aktivitet

etter en annen. P̊a basis av dette er det f̊a caser som utviser annen atferd, enn hva

majoriteten av caser utviser. Slik atferd sees ogs̊a i fuzzy prosessmodellene, der det

fremkommer at majoritet av caser følger den samme rute. Denne ruten er ogs̊a moddelert

i Petri net5. Petri net har klart å modellere hvilke aktiviteter som majoritet av caser er

tilknyttet. Dette er en viktig egenskap. Petri net har ogs̊a klart å utelukke minoritetruter

(som ble fremhevet blant annet i fuzzy prosessmodellen)6. Dette er positivt fordi en

ønsker at prosessmodellen skal kunne generalisere p̊a fremtidige data. Dette blir fanget

opp i m̊altallet generalization.

Petri net sin evne til å modellere majoriteten av atferd tilknyttet casene, underbygges av

måltallenes presisjon. Måltallene har snitt score p̊a 90.38%. Modellen utviste særdeles

høy precision, og maksimal generalization, med henholdsvis 99.8% og 100%. Fitness

og simplicity var noe mindre med respektive 89.3% og 72.4%. Hvorvidt dette er et godt

resultat er ikke sikkert, selv om tallene er i snitt høye (snitt score 90.38%.). Fra den visuelle

vurderingen s̊a kan en observere at modellen har fanget med mange viktige elementer fra

dataene. Ang̊aende måltallene, er det lite å sammenligne med n̊ar det gjelder studier

med tilsvarende datagrunnlag. En studie (Buijs et al., 2012) brukte en hendelseslogg med

syv aktiviteter, som en case kunne være tilknyttet. Det er like mange aktiviteter som

eksisterer i hendelsesloggen for denne studien. Snittscore i Buijs et al (2012) studien var

p̊a 96.9%. Dette er noe høyere enn resultatet for alfa pluss algoritmen i denne studien.

3Prosessmodellene som ble produsert ved hjelp av fuzzy algoritmen var brukt for eksplorativ data-
analyse.

4Det er bare syv aktiviteter å velge mellom, der majoriteten av aktivitetene har brukt alle syv tilgjen-
gelige. Se ogs̊a vedlegg ang̊aende aktivitetenes anordning i prosessene. Vedlegg II.1.

5Ruten som følges er, INCIDENT DATETIME, FIRST ASSIGNMENT, FIRST ACTIVATION,
FIRST ON SCENE, FIRST TO HOSP, FIRST HOSP ARRIVAL, INCIDENT CLOSE. Dette
fremkommer ogs̊a i variabel beskrivelsen, i Vedlegg I.2.

6I hendelsesloggen eksisterer det en aktivitet, der aktivitetens eneste hensikt er å registrere n̊ar en
case er ferdig (INCIDENT CLOSE DATETIME ). Fra fuzzy prosessmodellen ser en at dette ikke var
faktum, men at ogs̊a andre aktiviteter hadde vært registrert som siste aktivitet i en case. INCI-
DENT CLOSE DATETIME er alts̊a ikke blitt brukt konsistent for å signalisere at én case er ferdig.
Det ser ut til at Petri net har gjort en korrekt generalisering i dette tilfellet, da slike fenomener ikke
eksisterer i prosessmodellen.

52



5.2. MASKINLÆRING & PROBLEMSTILLING KAPITTEL 5. DISKUSJON & KONKLUSJON

Buijs et al (2012) brukte standard varianten av alfa algortimen7. Det er likevel utfordrende

å sammenligne resultater, da dataene var basert p̊a l̊anesøknader (Buijs et al, 2012).

Tilnærmet 100% ble resultatet for precision, og 100% for generalization. Disse resultatene

innebærer at prosessmodellen utviser liten grad av overfitting/underfitting. Resultatet ser

ut til å korrespondere bra med det vi ser fra Petri net modellen. I Petri net modellen

er de mest høyfrekvente veiene, som en case kan ta, blitt inkludert. Det ser ut til at

prosessmodellen evner å generalisere. Dette fremkommer n̊ar en sammenligner Petri net,

med fuzzy modellen. I fuzzy modellen ble lite frekvente veier en case kan ta, modellert.

Det indikerer at Petri net har gjort en korrekt avveining i lys av disse to m̊altallene, der

ikke for mye (overfitting), eller for lite (underfitting) er tatt med i modellen. Selv om Petri

net har ekskludert ett f̊atall av aktivitetskombinasjoner (traces), s̊a har likevel Petri net

modellen inkludert 89.3% (fitness) av alle traces. Dette innebærer at modellen har liten

overfitting og underfitting, uten å ekskludere mer en cirka 11.7% av alle traces. Høy fitness

virker å være logisk gitt antall aktiviteter, og hvor strømlinje formede arbeidsoppgavene

i ambulansetjenesten er. Måltallet simplicity skiller seg noe ut, da det er det eneste

måltallet med score under 80%, med respektive 72.4%. Måltallet er noe lavere enn snitt

score, der det indikerer at modellen har potensiale til å kunne fremstille dataene enklere8.

5.1.1 Konklusjon

Modellen scorer i snitt 90.38%, noe som indikerer at prosessmodellen har fanget opp mye

av dataene i hendelsesloggen. Relatert til valg av notasjon (symboler) i Petri net, indikeres

det at valg av bare AND notasjon, virker til å være et godt valg gitt datagrunnlaget. Petri

net modellen indikeres samtidig å ha potensiale til å forenkles. I besvarelsen av problem-

stillingen indikeres det at prosessmodellen har fanget opp flere viktige elementer i dataene.

Der modellen utviser flere gode trekk, n̊ar det gjelder fremvisning av aktiviteter i ambu-

lansetjenesten. Manglende sammenligningsgrunnlag av andre studier gjør det vanskelig å

trekke flere konklusjoner enn dette.

5.2 Maskinlæring & Problemstilling

Problemstilling 2 for PM og ML ble formulert slik: Problemstilling 2: Vil process

mining og maskinlæring kunne predikere gjennomstrømstid, i NYC hendelses-

data? Problemstillingen nevner først PM og ML, som er metodene i studien. Videre

i problemstillingen er ønsket å belyse om PM og ML kan predikere gjennomstrømstid.

Konteksten er NYC hendelsedata.

7Ikke alfa pluss algoritmen, men den ordinære alfa algoritmen
8Modellen kan muligens forenkles ved å bruke en annen algoritme.

53



5.2. MASKINLÆRING & PROBLEMSTILLING KAPITTEL 5. DISKUSJON & KONKLUSJON

5.2.1 Datagrunnalg, Datavask og Produksjon av Variabler

Data som ble brukt i oppgaven kommer fra den offentlige databasen OpenData. Dette er

data som har blitt loggført av FDNY EMS, helsevesenet i NYC. Datagrunnlaget er med p̊a

å øke troverdigheten til dataanalysen. Datavask før ML, ble gjennomført i tr̊ad med det

ble nevnt i metode. ”I preprosessering av data er det tatt særskilt hensyn til det faktum

at det er hendelsesdata fra helsesektoren. Slike data bør behandles med stor respekt”.

Fjerning av outliers ble gjennomført i tr̊ad med gjeldende normer fra (Columbia, FEMS.)9.

Videre ble kategorier med minimalt f̊a observasjoner fjernet (eksempel en observasjon)10.

NAs ble eliminert med hensyn p̊a FEMS (2016, s.45-47) retningslinjene11. Det ble valgt å

ikke tilegne (imputaition) nye verdier i tilfellet av NAs, grunnet ønsket om å gjennomføre

datavask, med det hensyn til at det arbeids med sensitiv helsedata. Om tilegnelse av NAs

hadde blitt andvendt kunne mer av datasettet informasjon blitt bevaret, noe som kunne

ha hjulpet ML modellene å finne flere mønstre i datasettet. En negative konsekvens,

ligger i feilaktig tilegnelse av NAs. Der feilaktig tilegnelse vil kunne forsterke feil i den

endelige modellen.

I produksjon av nye variabler tok vi utgangspunkt i allerede eksisterende variabler som var

i dataene. Variablene som ble produsert søkte å fremheve tid12 n̊ar aktiviteter inntraff, og

hvilke aktiviteter som var tilknyttet en unik case13. Dummy variabler for hvilke aktiviteter

som var tilknyttet en case ble inkludert i lys av PM. Der PM har til hensikt å bringe frem

prosessinformasjon om aktiviteter, hvor vi søkte å inkludere tid i ML modellen. Vi anser

variabel produksjonen som korrekt i lys av hvor orientert oppgaven er rundt aktiviteter

og prosesser.

Årsaken til at variabler ble fjernet, var p̊a grunn av høy korrelasjon mellom to eller flere

variabler. Dette ble belyst i chi-square ved hjelp av Cramers-V test14 og korrelasjons-

matrisen15. Rasjonale for å bruke disse metodene var for å fjerne variabler som kunne

for̊arsake multikollinearitet. Om ikke dette hadde blitt gjort, ville det kunne ha uheldige

konsekvenser, da modellen ville kunne f̊a en perfekt samvariert variabel. Dette kan inklud-

ere støy i modellen. Hvor støy vil kunne føre til overfitting av modellen.

5.2.2 Bias og Varians Trade-Off

Som nevnt tidligere (se formel 2.2) kan total feil til en ML modell måles i fravikelig feil og

ufravikelig feil. Der fravikelig feil er satt sammen av elementene bias og varians. Fravikelig

9Se vedlegg I.4. Note 44-46.
10Se vedlegg I.4. Note 47-48.
11Se vedlegg I.4. Note 1-5.
12Se vedlegg I.4. Note 11-16.
13Se vedlegg I.4. Note 6-10.
14Se vedlegg I.4. Note 27-43.
15Se vedlegg I.4. Note 49.
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feil er feil det er mulig å minimere, der ufravikelig feil ikke kan minimeres. Først drøftes

synspunkter opp mot fravikelig feil og hva som mulignes kunne bedre modellen. Siste del

legger vekt p̊a synspunkter ang̊aende ufravikelig feil, og om hvorvidt nye variabler kunne

vært inkorporert, som prediktorer, for å bedre modellens presisjonskraft.

K-fold repetert kryssvalidering ble brukt i tandem med grid og eller tilfeldig søk. Hensik-

ten for bruk av disse metodene var for å minimere varians (overfitting), slik at den endelige

modellen kan kunne generalisere p̊a ny usett data. Det kom tydelig frem i resultatet av

de ulike modellene som MLR, Ridge og Lasso ga nærliggende like pressisjonsmåltall16.

Rasjonale for dette ligger i at hyperparameteren var Lambda tilnærmet lik null17. Dette

indikerer at modellen har lav grad av kompleksitet, ettersom at nesten ingen krympeeffekt

har blitt andvendt. Det ser ut til å være lite som trengs å bli gjort, for å motarbeide

overfitting. Lav lambda reflekter derav en mulig indikator p̊a lav varians i treningsdata.

I tilfellet av vinner modellen XGboost ser man fra figur 4.4 at det heller ikke er tilfellet

av høy varians. Det sees fra over 100 testiterasjoner18, da det ikke er et stort spenn i de

ulike testfold resultatene19. Dette belyser at modellen gjør en god jobb p̊a å generalisere.

Som man kan se er resultat mellom test (tabell 4.3) og trening (figur 4.4) tilnærmet

lik. Modellen har lært mønstrene i datasettet, uten at den inkluderer for mye støy fra

treningssettet. Dette signaliserer at høy kompleksitet som følge av for mange modell

parametere ikke er et problem. Modellen klarer dermed å generalisere funn p̊a tvers av

testdata.

Det ser ut til at det eksisterer en grad av bias i modellene, med minst bias i XGBoost

(lavest feilprediksjon i XGBoost.). Med bias henvises det til at modellene ikke lært

mønstrene i treningsdata godt nok. Modellens gjennomsnittlige prediksjoner er skjev

iforhold til de faktiske sanne observerte verdier20. Dette medfører at modellen oversim-

plifiserer, og har i større grad underfitting. Flere apsekter kan drøftes for årsaken til høy

bias. Det kan for eksempel skyldes av for f̊a modellparametere. Algoritmene som er and-

vendt kan ogs̊a være en årsak, som følge av at forholdet i datasettet ikke er lineært21. En

annen årsak, kan ligge i at datasettet er for lite.

Den siste type feil er ufravikelig feil. Årsaken kan være mangel p̊a variabler i datasettet.

Det kan tenkes at flere variabler kunne vært introdusert som gode modellparametere, for å

ytterligere forklare det underliggende fenomenet. Hvilke variabler dette kunne ha vært er

spekulativt. Det å forst̊a hvilke variabler som skal inkluderes for å forklarer den avhengige

16Om krympeparameteren lambda er 0, gir MLR like svar som ridge og lasso.
17Lambda har som hensikt å krympe koeffisienter.
18Over disse test iterasjonene, er de optimale hyperparametrene valgt.
19Som nevnt tidligere, ble all preprosessering av data (Variabel transformasjon) gjort p̊a hvert indi-

viduelle fold, slik at datalekk er minimert, og dermed ogs̊a optimaliseringsbias. Dette sikrer troverdige
funn i henhold til varians og overfitting.

20Se figur 4.5.
21Alle algoritmene som er andvendt m̊aler lineære forhold mellom den avhengig variabelen og de

uavhengige. En mulighet hadde vært å prøve ikke-lineære algoritmer.
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variabel, er en av de største utfordringene i ML. Desto viktigere blir bransjeekspertise.

5.2.3 Måltall og Modell Statistikk

Måltall som ble valgt for å velge den endelige modell, var MAE. Fordelen med MAE er

enkeltheten ved tolkning. Ved trening av modell ble optimaliseringskriteriumet satt til

MAE, der modellen skulle minimere MAE. Den endelige modell som ble utvalgt p̊a basis

av MAE, var XGBoost. XGBoost fikk en MAE p̊a 627.15. Betydningen av MAE er at

modellen estimerer feil med ca 627 sekunder i snitt. Alle de andre modellene hadde en

MAE mellom 722 og 735. Dette betyr at XGBoost har cirka 100 sekunder lavere feil

estimering. Vi bruker ikke RMSE, da den straffer outliers i større grad enn MAE. Vi

ønsker ikke å vektlegge en case fremfor en annen. Alle residualene behandles derfor likt

ved bruk av MAE. Dette mener vi er ønskelig i bruk opp mot ambulanse data. Modellens

optimaliseringskriterium er basert p̊a MAE, da vi mener at det å behandle residualene likt,

kan skape troverdige modellparametere. Det å bruke MAE som optimaliseringskriterium

mener vi er egnet løsning for å predikere total gjennomstrømstid. Derfor ble ogs̊a MAE

brukt som hovedkriterium i utvelgelsen av vinner modell XGBoost.

Residualene til vinner modellen er mer sentrert enn de tapende modeller. XGBoost utviser

størst grad prediktiv evne fra MAE. Det kan sees fra figur 4.5 og 4.6. Fra spredningen i

resdual plottene er XGBoost den beste modell, med tettest spredning i residualene. Dette

gir mening i lys av MAE, der XGBoost klarte å predikere gjennomstrømstid med minst

feil. XGBoost i residual plottene utviser størst grad av konstant varians.

T-verdien belyser en modellparameter sin statistiske signifikans. I modellen framkom

det at INCIDENT DISPOSITION CODE variabelen hadde flere statistisk signifikante

parametere. Blant de med høyest signifikans, var modell parameteren “unfounded” (kode

90). Denne parameteren omhandler caser som av ulike årsaker ikke kunne ferdigstilles.

Flere andre koder som var høyt signifikante omhandlet å motst̊a hjelp, ikke tilstede og

oppdrag avbrutt. Hovedobservasjonen fra et slikt resultat er at disse situasjonene ikke er

ønsket arbeidssituasjon, og bør derav motvirkes.

5.2.4 Konklusjon

Den beste modell for å besvare problemstillingen var en XGBoost. Der XGBoost scoret

best p̊a alle presisjonsm̊al, b̊ade under trening av modell og testing av modell. XGBoost

endte opp med en med MAE p̊a 627.25, som er cirka 100 sekunder lavere enn nest beste

modell som hadde MAE p̊a 722. Dette var det best resultat av alle modellene som ble

produsert. I treningen av modellen ble repetert kryssvalidering andvendt, dette for å

motvirke overfitting. XGBoost utviser lav grad av overfitting, med lite tap av predik-

sjonsevne fra treningsdata til testdata. Ang̊aende bias og varians trade-off, er svakheten
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i modellen vinkeltt mer mot bias (underfitting) og mindre grad varians (overfitting). Vi

konkluderer med at XGBoost modellen adresserer dataene best med lavest MAE. Overfit-

ting ser ikke ut til å være et stort problem, men modellen har et potensiale til forbedring.

Da ved å fokusere mer p̊a å minimere bias.
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Kapittel 6

Begrensninger & Videre Forskning

6.1 Begrensninger

I studien er det flere begrensninger. Sammenligningsgrunnlag for resultater er en begren-

sning som er viktig å p̊apeke. Vi fant ikke studier som hadde nyttiggjort PM og ML, p̊a

aktiviteter i ambulansetjenesten. Tidligere studier har nyttiggjort PM og ML, men ikke

p̊a samme datagrunnlag - til v̊ar kunnskap. En konsekvens av dette er mindre sikkerhet i

å kunne stadfeste en konklusjon til problemstillingene. Det er vanskelig å vite pr dagsdato

hva gode presisjonsmåltall for ML og PM er under disse forutsetningene.

En begrensning i PM er at vi bare brukte alfa pluss algoritmen. Ved bruk av flere

algoritmer, slik vi gjorde i ML, ville det interne sammenligningsgrunnlaget har vært større.

Dette kunne ha ledet til økt reliabilitet i studien.

I studien fokuserte vi p̊a kun bruk av supervised learning i ML. Flere teknikker forbundet

med unsupervised learnig kunne vært andvendt for å høste mer informasjon om datasettet.

I unsupervised learnig kunne eksempelvis automatisk variabel seleksjon (ved hjelp av

prinsipal komponent analyse) blitt brukt. En slik teknikk ville automatisk funnet mønstre

i data til bruk som modellparametere. En annen begrensning var avgrensningen vi valgte

n̊ar det gjaldt hva vi skulle gjøre med manglende observasjoner. Vi valgte å ikke bruke

imputation, p̊a basis av hvor alvorlig potensiell feilbehandling av data kan ha. Likevel er

et alternativ hadde vært å bruke algoritmer til å predikere manglende verdier, slik at mer

informasjon hadde blitt bevart.

Flere algoritmer kunne vært andvendt for predikering av gjennomstrømstid. Der vi kunne

ha brukt algoritmer som måler mer en kun lineære forhold. Ikke lineære algoritmer, som

tar nytte av eksempelvis ensemble algoritmer (da f.eks en ikke lineær variant av XGBoost)

kunne vært andvendt, for å bedre adressere mønstre i dataene. CPU kraft og tid var en

drivende faktor for at mindre komplekse algoritmer ble andvendt.
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6.2 Videre Forskning

I fremtidig forskning ang̊aende PM, vil særlig implementasjonen av prosessmodeller være

av interesse (eksempelvis et Petri net, lik det studien presenterte). Vi vil foresl̊a at

fremtidige studier vil se p̊a forholdet mellom interne arbeidsprosedyrer og prosessmodeller.

Dette vil være av interesse og knytte opp i mot modell enhancement (som nevnt kort i

teori). Modell enhancement g̊ar ut p̊a å forbedre en prosessmodell, ved å sammenligne

arbeidsprosedyre protokoller med en prosessmodell.

Et annet alternativ til supervised ML prediksjon er transition system (Aalst, 2016, s.

312). Transition System er en PM metode for prediksjon. I denne metoden brukes

uferdige caser, for å predikere gjenst̊aende tid. Dette innebærer at en ambulanse tjeneste

kan f̊a prediksjon p̊a gjenst̊aende tid, p̊a basis av løpende akkumulert historisk data. Det

hadde vært av interesse å sammenligne resultatene fra denne metoden med ML. Særs i

lys av om slike verktøy kan bedre koordinering og allokering av ressurser.

Conformance er én PM metode som vil kunne høste verdi for organisasjoner. I denne

studien var det hovedsakelig fokus p̊a m̊altall, for å sammenligne modell med logg. I

organisasjoner vil ogs̊a bruken av conformance opp mot spesifikke mål være av interesse å

studere. Ett eksempel i ambulansetjenesten er å bruke comformance for å detektere unor-

mal tidsbruk, og flaskehalser. Der en spesifiser et forh̊andsdefinerte kriterium for unormal

tidsbruk, som en skal søke etter i loggen (Aalst, 2016, s. 33). Vi anser det interessant å

studere om hvorvidt et slikt verktøy kan brukes i daglig drift, i ambulansetjenesten.

Ved videre forskning i kontekst av ML, kunne et kvalitativ intervju med ambulanseper-

sonell bli gjennomført. Dette kunne muligens hjulpet til med å redusere ufravikelig feil,

ved å inkludere flere variabler ved hjelp av bransjeekspertise. Ny variabler inkludert, vil

kunne ytterligere hjelpe til med å forklare gjennomstrømstid. En variabel av stor interesse

ville vært variabel som forklarer ambulanses lokasjonen ved utrykning1.

En annen ting av interesse hadde vært å studere om hvorvidt kunnskap fra prosessmod-

ellen kan andvendes for å lage nye variabler for ML2. Der eksempelsvis bruk av uvanlige

traces, eller flaskehalser observert i prosessmodellen, kunne vært brukt som utgangspunkt

for variabel konstruksjon.

1Grunnet anonymisering av data, var ikke denne variabelen tilgjengelig
2Med dette menes kunnskap for å supplere feature engineering/variabel konstruksjon. Variabel kon-

struksjon er en av mest krevene og viktigste oppgavene for pressise ML modeller.
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Datavask

I.1 Utdrag NYC Database

For å spesifisere uttrekk av data, gjøres dette i OpenData1. P̊a OpenData kan en spesi-

fisere ulike filtre av databasen.

Figur I.1: Utdrag fra NYC Opendata Database.

Det spesifiserte uttrekket gir 222 724 Rader og 31 variabler i csv format. Variabel beskriv-

else ses i figur I.2. Databasen vi lastet ned data fra (27 februar, 2020) ble sist oppdatert

av FDNY den 20 februar 2020.

1Nettsiden er: https://data.cityofnewyork.us/Public-Safety/EMS-Incident-Dispatch-Data

/76xm-jjuj
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I.2 EMS Variabler

Figur I.2: EMS Variabel Forklaring. Kilde: NYC OpenData (2020).
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I.3 Preprossesering av Data

Alt som tas opp her finnes i vedlagt R kode.

• NYC OPEN data er av typen csv format. Dette lastes inn i R.

• Klassifiserer ulike koloner p̊a basis av om variabelen er faktorvariabel (kategorisk),

numeriskvariabel (kontinuerlig) og tidsvariabel (POSIXct)

• Omgjør alle manglende observasjoner til NAs.

• Dette gir følgende datasett med variabler:

Faktor Variabler Numerisk Variabler

CAD INCIDENT ID DISPATCH RESPONSE SECONDS QY

INITIAL CALL TYPE INCIDENT RESPONSE SECONDS QY

INITIAL SEVERITY LEVEL CODE INCIDENT TRAVEL TM SECONDS QY

FINAL CALL TYPE

FINAL SEVERITY LEVEL CODE

VALID DISPATCH RSPNS TIME INDC

VALID INCIDENT RSPNS TIME INDC

HELD INDICATOR

INCIDENT DISPOSITION CODE

BOROUGH POSIXct

INCIDENT DISPATCH AREA INCIDENT DATETIME

ZIPCODE FIRST ASSIGNMENT DATETIME

POLICEPRECINCT FIRST ACTIVATION DATETIME

CITYCOUNCILDISTRICT FIRST ON SCENE DATETIME

COMMUNITYDISTRICT FIRST TO HOSP DATETIME

COMMUNITYSCHOOLDISTRICT FIRST HOSP ARRIVAL DATETIME

CONGRESSIONALDISTRICT INCIDENT CLOSE DATETIME

REOPEN INDICATOR

SPECIAL EVENT INDICATOR

STANDBY INDICATOR

TRANSFER INDICATOR

Tabell I.1: Variabel Inndeling.
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I.4 Datavask av Ambulansedata

Utganspunkt for datavask, er resultatet av det pre prosesserte datasettet beskrevet i

Vedlegg I, seksjon I.3.
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Variabel Handling Note Datasett for Metode

CONGRESSIONALDISTRICT Fjerne NAs 1

INCIDENT RESPONSE SECONDS QY Fjerne NAs 2

INCIDENT DISPOSITION CODE Fjerne NAs 3

COMMUNITYSCHOOLDISTRICT Fjerne NAs 4

ZIPCODE Fjerne NAs 5 → Datasett for bruk i PM

Preparere data for ML

THROUGHPUT TIME Konstruksjon variabel 6

FIRST ACTIVATION DATETIME D Konstruksjon variabel 7

FIRST TO HOSP DATETIME D Konstruksjon variabel 8

FIRST HOSP ARRIVAL DATETIME D Konstruksjon variabel 9

INCIDENT CLOSE DATETIME D Konstruksjon variabel 10

INCIDENT DATETIME year Konstruksjon variabel 11

INCIDENT DATETIME time Konstruksjon variabel 12

INCIDENT CLOSE DATETIME time Konstruksjon variabel 13

INCIDENT DATETIME Weekday Konstruksjon variabel 14

INCIDENT DATETIME Month Konstruksjon variabel 15

INCIDENT DATETIME Week Konstruksjon variabel 16

INCIDENT DATETIME Fjerne variabel 17

FIRST ASSIGNMENT DATETIME Fjerne variabel 18

FIRST ACTIVATION DATETIME Fjerne variabel 19

FIRST ON SCENE DATETIME Fjerne variabel 20

FIRST TO HOSP DATETIME Fjerne variabel 21

FIRST HOSP ARRIVAL DATETIME Fjerne variabel 22

INCIDENT CLOSE DATETIME Fjerne variabel 23

CAD INCIDENT ID Fjerne variabel 24

BOROUGH Fjerne variabel 25

THROUGHPUT TIME Fjerne NAs 26

REOPEN INDICATOR Fjerne variabel 27

VALID DISPATCH RSPNS TIME INDC Fjerne variabel 28

VALID INCIDENT RSPNS TIME INDC Fjerne variabel 29

SPECIAL EVENT INDICATOR Fjerne variabel 30

TRANSFER INDICATOR Fjerne variabel 31

STANDBY INDICATOR Fjerne variabel 32

POLICEPRECINCT Fjerne variabel 33

CITYCOUNCILDISTRICT Fjerne variabel 34

COMMUNITYDISTRICT Fjerne variabel 35

COMMUNITYSCHOOLDISTRICT Fjerne variabel 36

CONGRESSIONALDISTRICT Fjerne variabel 37

ZIPCODE Fjerne variabel 38

INCIDENT CLOSE DATETIME D Fjerne variabel 39

FIRST TO HOSP DATETIME D Fjerne variabel 40

FIRST HOSP ARRIVAL DATETIME D Fjerne variabel 41

INITIAL CALL TYPE Fjerne variabel 42

INCIDENT DATETIME Month Fjerne variabel 43

INCIDENT TRAVEL TM SECONDS QY Fjerne outliers 44

DISPATCH RESPONSE SECONDS QY Fjerne outliers 45

THROUGHPUT TIME Fjerne outliers 46

INCIDENT DISPOSITION CODE Fjerne outliers 47

FINAL SEVERITY LEVEL CODE Fjerne outliers 48

INCIDENT RESPONSE SECONDS QY Fjerne variabel 49 → Datasett for bruk i ML

Tabell I.2: Datavask.
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Note 1-5 resulterer til datasettet som ble andvendt i PM. Note 1-49 resulterer

til datasett andvendt i ML

• Note 1 : Den første variablene som er valgt å eliminere NAs fra, er CONGRES-

SIONALDISTRICT. Det andvendes ikke noe form for tilegnelse(imputation) ved

en slik variabel, da dette er for kritisk , i kontekst av helsedata2. Etter eliminer-

ing av alle NAs tilknyttet variablene CONGRESSIONALDISTRICT g̊ar man fra

222.724 observasjoner til 218.828.

• Note 2: Det er valgt å eliminere alle NAs tilknyttet variabelen INCIDENT RESPONSE

SECONDS QY, der majoriteten av NAs skyldes at flere NAs er assosiert med ak-

tivitetsvariabelen FIRST ON SCENE DATETIME. Det er dermed ogs̊a heller ikke

noe grunnlag for imputation, da INCIDENT RESPONSE SECONDS QY er direkte

tilknyttet FIRST ON SCENE DATETIME. Alle NAs tilknyttet FIRST ON SCENE

DATETIME blir eliminert ved å fjerne alle NAs tilknyttet INCIDENT RESPONSE

SECONDS QY. Etter denne elimineringen st̊ar man igjen med 215.124 observasjoner.

• Note 3 : Den tredje variabelen som det eliminerers NAs i, er INCIDENT DISPOSITION

CODE, her igjen, ses det ikke nok grunnlag for imputation, gitt resonnementet i

metodekapittelet. Etter denne elimineringen st̊ar man igjen med 215.089 obser-

vasjoner.

• Note 4 : Fjerde variabel det elimineres NAs i er COMMUNITYSCHOOLDIS-

TRICT. Resterende observasjoner blir s̊a 215 067.

• Note 5 : Den siste variabelen som elimineres tilknyttet NAs er ZIPCODE, igjen

blir det for vagt med imputation ved en slik variabel. gjenværende Observasjoner

blir s̊a 215.066. Den eneste hensikten ved å endre p̊a ZIPCODE variabelen, ligger

i at denne variabelen brukes til produksjon av 1.1. Blant alle de ulike zipcodene

er det 148 unike koder. Dette er et skjevt bilde da flere input feil gjør opp for

mange av disse unike variablene. Input feil som at flere av radene inneholdt verdier

som 10,036,10,037 og 10,038 osv. Dette anses som feil, da zipcoder assosiert med

Manhatten strekker seg fra 10 001 til 10 286 (Areal connect, 2020). Det ble observert

at 57 av observasjonene inneholdt input feil, og endte derfor opp med 91 unike

verdier i stedet for 148.

• Note 6 : Produsert gjennomstrømstid, avhengig variabel.

• Note 7-10 : Produserer dummyvariabel for å modellere NAs i aktivitetesvariabelen.

det introduseres dummyvariabler p̊a, DATETIME, aktivitetsvariablene, som har

2Det er mulig via CARET pakken i R (preprosess funksjon) og spesifisere ulike algoritmer for predik-
ering av mulig verdier man kan tilegne, p̊a basis av trening/test splitt i datasett. Tilegne nye verdier med
median, eller snitt ved tilfelle av numerisk verdier, er høyt spekulativt. Gitt f̊a NAs i variabelen velges
den heller å elimineres.
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manglende observasjoner. Disse fire variablene innehar samme navn som før, med

tillegget “D”, som indikerer dummy. Med disse fire nye dummyvariablene vil variab-

lene ogs̊a samtidig kunne representere manglende observasjoner i datasettet. Dette

er fordelaktig for algoritmene, da manglende data observasjoner, indirekte, kan være

et viktig datapunkt i seg selv. Info om “missingness” kan gi bedre modeller.

• Note 11 : INCIDENT DATETIME year variabelen tar utgangspunkt i den originale

variabelen ved samme navn utenom “ year”. Som utganspunkt fra den originale

variabelen, tilegnes det en ny variabel som oppgir hvilket år én case har skjedd.

Dette vil i modellen representeres som en kategorisk faktor variabel.

• Note 12 og 13 : INCIDENT DATETIME time og INCIDENT CLOSE DATETIME

time er variabler tar utgangspunkt i de originale variablene ved samme navn,

utenom “ time”. Fra de originale variablene henter vi ut hvilke time n̊ar den første

aktivitet har inntruffet, og n̊ar den siste aktivitet har inntruffet. Variablene kan ta

verdien 0 til 23. Denne variabelen produseres for å enklere representerer tidsaspek-

tet vedrørende start og stopp ved en unik case. Dette ses til å korrespondere med

process mining litteraturen. Det velges å ha primært disse to variablene, da om vi

skulle ha flere variabler som relfekterer tid, vil dette kunne bringe multikollinearitet

til modellen. Dataene anses ikke som tidsseriedata, da vi har unike caser. De

konstruerte variablene ogs̊a registrert som kategoriske faktor variabler.

• Note 14 : INCIDENT DATETIME Weekday variabelen tar p̊a seg en verdi mellom

1-7. 1 Er søndag, da søndag regnes som dag 1. Ukedagene, i statene, er fra hebraisk

kalender (Sunday, u.̊a). Det vil likevel ikke utgjøre noe forskjell i analysen, selv

n̊ar verdiene er forskjøvet. Ukedag vil kunne fange opp effekter av for eksempel

arbeidsdager, kontra helg.

• Note 15 : Månedsvariabelen INCIDENT DATETIME Month, returnerer en verdi

fra 1-12. Verdiene henviser til alle måneder fra januar til desember. Denne vari-

abelen anses som hensiktsmessig å inkorporere, da den kan fange opp variasjon i

den avhengig variabelen, som er total gjenomstrømstid. Det er en mulig hypotese

å anta at sykdomsforløp vil være annerledes fra en måned til en annen. Effekter av

årstider kan være nyttig å fange opp. Dette studiet dreier seg ikke om helseforskn-

ing, men det er naturlig å tro at en medisinske tilstander vil kunne bli statistisk

representert fra en m̊aned til en annen. Bruddskader n̊ar det er is og glatt p̊a gaten

er et eksempel.

• Note 16 : Ukesvariabelen INCIDENTDATETIME Week, tar p̊a seg verdier fra 1-

53. 53 Indikerer skudd̊ar. Ukesvariabelen tas med, da denne variabelen gir mer

informasjon vedrørende endring over tid, fremfor månedsvariabel.

• Note 17-23: Eliminerer aktivitetsvariabler, da dummyer er skapt. Disse variab-
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lene reflekterer de syv aktivitets variabler, i form av timestamps3. Det ses som

unødvendig å ha med disse variablene, da tidselementer blir allerede fanget opp i de

konstruerte dummyvariablene forklart i note 7-10. Posixct er uegnet format, da det

ikke er kompatibel beregningsmessig med algoritmer.

• Note 24 : CAD INCIDENT ID elimineres, da denne variablene ikke forklarer noe

variasjon i datasettet, da denne variabelen kun er en unik identifikator for et case.

• Note 25 : Variabelen BOROUGH reflekterer hvilken bydel hendelsen inntraff, den

ble eliminert. Grunnen til dette var ettersom det kun fokuseres p̊a Manhattan.

Denne variabelen vil derfor ikke forklare noe variasjon i datasettet, da alle obser-

vasjoner er i Manhattan.

• Note 26 : Det elimineres 47 NAs tilhørende den konstruerte avhengige variabelen

THROUGHPUT TIME. Rasjonale for dette ligger i at det kun ønskes å studere

fullførte hendelser.

• Note 27-43 : Notene er tilknyttet chi-square, med tilhørende underpunkter. Cut-off

for eliminering var en samvariasjon mellom variablene p̊a 0.8. Alle variabler med en

samvariasjon p̊a mindre en 0.8 beholdes.

Flere av indikator variablene fra NYC EMS (se figur vedlegg I.2) ble eliminert.

Da flere av indikator variablene hadde perfekt korrelasjon med hverandre. Det ble

avgjort å kun beholde en av indikator variabelne, da multikollinearitet vil kunne

oppst̊a. Variabelen HELD INDICATOR ble beholdt av indikator variablene. Dette

fordi, denne variabelen skapte minst problemer med henhold til korrelasjon mellom

de resterende variabler (se figur vedlegg I.3 ).

Overflødige variabler assosiert med lokasjonen til hvor hendelsen hadde tatt plass

ble eleminert. Det gjenst̊ar4 syv variabler i datasettet som har som hensikt å lokalis-

ere hvor hendelsen inntraff. Disse variablene ble eliminert, der maksimum terskelen

for korrelasjon ble brutt. POLICEPRECINCT, CITYCOUNCILDISTRICT, COM-

MUNITYDISTRICT, COMMUNITYSCHOOLDISTRICT og CONGRESSIONALD-

ISTRICT var variablene som ble eliminert. Av de to gjenst̊aende høyt korrel-

erte lokasjonsvariablene, var ZIPCODE og INCIDENT DISPATCH AREA. ZIP-

CODE variabelen ble fjernet. Rasjonale for dette var at ZIPCODE inneholdt

flere kategorier, som kan for̊arsake problemer ved trening av ML modellen5. INCI-

DENT DISPATCH AREA er en variabel som forklarer lokasjon p̊a et mer aggregert

niv̊a, og hadde som følge av dette færre kategorier. Dette introdusere færre prob-

lemer ved trening av ML modellen, og INCIDENT DISPATCH AREA ble derfor

behold blant lokasjonsvariablene.

3Posixct format i R.
4Ettersom BOROUGH ble fjernet fra tidligere
5Der observasjoner blir inkludert i trenigssett, men ikke i testsett, grunnet for f̊a observasjoner.
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INCIDENT CLOSE DATETIME D, ble eliminert. Da det fra tidligere ble fjernet

alle NAs i THROUGHPUT TIME. Som følge av dette, gjenstod det ingen variasjon

i dummy-variabelen. Ettersom dummy variabelen n̊a kun innehar verdien 1 for

alle observasjoner. Den vil da ikke forklare noe variasjon og ble som følge av dette

eliminert.

Videre ble det valgte å eliminere variablene FIRST TO HOSP DATETIME D og

FIRST HOSP ARRIVAL DATETIME D). Det var et trilemma mellom disse 2

variablene og INCIDENT DISPOSITION CODE, da disse utviste stor samvariasjon

fra chi-square. Det ble derfor valgte å beholde den originale variabelen fra Open

data, og fjernet derfor heller de to egenproduserte dummy variablene.

Neste steg var å avgjøre om INITIAL CALL TYPE eller INITIAL SEVERITY LEVEL

CODE skulle elimineres, da de hadde en samvariajson p̊a 0.97. Det ble valgte å

beholde INITIAL SEVERITY LEVEL CODE da denne variabelen var p̊a et mer

aggregert niv̊a. samt inneholdt variabelen informasjon om differansen mellom hva

initial utfall ble, fremfor endelig utfall (FINAL SEVERITY LEVEL CODE)

Den siste faktor variabelen som ble eliminert var INCIDENT DATETIME Month,

der den hadde over 0.8 korrelasjon med variabelen INCIDENT DATETIME week.

Det ble valgte å beholde uke variabelen, da denne kan adressere sesong elementer

p̊a et akseptabelt aggregert niv̊a. Der kunnskap om uker kan forklare måneder, og

ikke motsatt. Samt at uker kan forklare, eks 4 juli og andre høyaktivitets-perioder

i USA, som ikke strekker seg over en månedlig periode.

• Note 44-46 : Eliminerer outliers i INCIDENT TRAVEL TM SECONDS QY, der

det er satt en øvre terskel p̊a maksimum 1800 sekunder/30 minutter. Grunnen til

dette, var som følge av at dette er vanlig praksis i EMS departementet for Columbia

(FEMS, 2016, s.47). Det antas at denne fremgangsm̊aten kan overføres til NYC

kontekst. Fra den samme kilden henvises det til en benchmark for h̊andteringstid.

Der 99 % av alle h̊andteringstider skal være under 2 min og 40 sekunder (FEMS,

2016, s.8)6. For DISPATCH RESPONSE SECONDS QY fjernes derfor alt av ob-

servasjoner som tar over 2min og 40 sek. Ved THROUGHPUT TIME fjerner vi alle

negative verdier, da dette anses som lite meningsfylt å inkludere. Alle observasjoner

som tar totalt mer enn 10000 sek/2,78 timer i THROUGHPUT TIME elimineres.

• Note 47-48 : Rasjonale for eliminering av outliers tilknyttet faktorvariablene, var

foranket i at flere av kategoriene innad faktor variablene inneholdt ekstremt f̊a

6Det kan reises et argument om at eliminering av outliers før splitt av test og trening vil introduserer
datalekk. Vi argumenterer for at dette er en uunng̊aelig konsekvens, i og med at retningslinjene fra FEMS
tilsier at visse verdier er av en størrelsesorden som gjør de ”uegnet” for prediksjon. ”If this time value
results in a vehicle “Travel Time” duration exceeding 1,800 seconds (30 minutes), there is high likelihood
the time value was inaccurately recorded” (FEMS, s.47, 2016).
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observasjoner. I tilleg er det antatte registreringsfeil tilknyttet variabelen INCI-

DENT DISPOSITION CODE, der kode 86 ikke er registrert i EMS description (se

vedlegg I.8), men fremdeles er observert i datasettet. Denne observasjonen ble der-

for eliminert. Klassen 6 og 7 i FINAL SEVERITY LEVEL CODE ble eliminert da

de begge inneholdt kun 1 observasjon. INCIDENT DISPOSITION CODE klasse

92 ble ogs̊a eliminert da den inneholdt særdeles f̊a observasjoner.

• Note 49 : Fra figur I.4 ser man at de numeriske variablene har liten korrelasjon,

utenom en instans av 0.99 korrelasjon mellom INCIDENT RESPONSE SECONDS

QY og INCIDENT TRAVEL TM SECONDS QY. Dette p̊a grunn av variabelen

INCIDENT RESPONSE SECONDS QY innehar to komponenter, som er en sam-

mensl̊aing av INCIDENT TRAVEL TM SECONDS QY + DISPATCH RESPONSE

SECONDS QY. INCIDENT RESPONSE SECONDS QY velges derfor å fjernes, for

å unng̊a perfekt multikollinearitet. De 2 resterende numeriske variabler beholdes for

å bruke i ML-modellen.
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I.5 Chi-Square

Chi square for datavask tilknyttet ML

Figur I.3: Chi-Square.
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I.6 Korrelasjonsmatrise

Korrelasjonsmatrise for datavask tilknyttet ML

Figur I.4: Korrelasjonsmatrise.
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I.7 Inndeling av Faktor Variabler

For supplerende statistikk tilknyttet (ABT) se figur 3.2

Figur I.5: Inndeling av Faktor Variabler (ABT).
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I.8 Variabel Beskrivelse av Incident Disposition Code

Figur I.6 henviser til forklaring av de ulike kodene tilknyttet variabelen INCIDENT DIS-

POSITION CODE.

Figur I.6: Forklaring av Disposisjonskoder. Kilde: NYC OpenData (2020).
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PM

II.1 Informasjon om Hendelseslogg & Produksjon

Hendelseslogg Det originale datasett har etter preprosessering 215 066 observasjoner og

syv aktivitetsvariabler. Dataene blir gruppert p̊a case ID for å lage hendelseslogg. Dette

innebærer flere nye rader, som vist i figur 3.1. Etter omstrukturering til hendelseslogg,

innehar loggen 1 505 4621 observasjoner. Dataene blir oppskalert med syv gangen, da

det er syv aktivitetsvariabler2. Hendelsesloggen som brukes i analysen innehar 1 443 872

observasjoner. Årsaken til dette frafall fra 1 505 462, er grunnet manglende observasjoner

i det originale datasett. En manglende observasjon antas i orginale dataene til å indikere

at hendelse ikke har inntruffet da tid ikke er registrert. Etter gruppering p̊a case ID blir

disse tomme observasjonene tatt med, disse slettes, da de antas å ikke inneholde en reell

aktivitet. Dette gir en logg med 1 443 872. Gjennomsnitt trace lengde er 6.73.

Variabler

Variabelen aktivitetsinstans ID produseres. Variabelen strukturerer aktivitetene til en

case sekvensielt, p̊a basis av tid (bupaR-event logs, u.̊a.).

Kommentar til Hendelsesloggen

Særskilt bør det utmerkes hvor sekvensiell dataene er, se Vedlegg I seksjon Figure I.2.

Alle aktiviter er fanget opp i DATETIME variablene. Fra beskrivelsen er det en klar

logikk at en aktivitet kommer før en annen. Vi anser dette som normativt, uten å

nødvendigvis trekke konklusjoner om ”regelbrudd”, eller ”feilregistrering”, om vi skulle

se noe som g̊ar mot ren intuisjon og sunn fornuft. Eksempelvis, om en case har første

aktivitet INCIDENT CLOSE, s̊a er det ulogisk. Aktiviteten burde være den siste. Vi

vil p̊apeke eventuelle slike funn, men vi har ikke grunnlag for å vite hvorfor. Vi kan

bare fremheve plausible hypoteser. Aktivitetenes logiske rekkefølge, som er antatt i

1215066*7.
2Se Vedlegg I.3, variablene er de med navn datetime. Et registrert tidspunkt indikerer at en aktivitet

har inntruffet.
31.443 872/1.505 462*7. Snitt aktiviteter pr case.
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oppgaven, fra første til siste aktivitet; INCIDENT DATETIME, FIRST ASSIGNMENT,

FIRST ACTIVATION, FIRST ON SCENE, FIRST TO HOSP, FIRST HOSP ARRIVAL,

INCIDENT CLOSE. Dette fremkommer i variabel beskrivelsen.

II.2 Alfa Pluss Algoritmen

Algoritmen produseres i bupaR ved pakkene pm4py og petrinetR (Janssenswillen, G.,

Depaire, B., Swennen, M., Jans, M., & Vanhoof, K., 2019). Pm4py er en pakke som gjør

at man kjøre python funksjonalitet i R, der Python er et statistisk program, som ogs̊a

har PM funksjonalitet ved pakken pm4py (bupaR-PM4Py, u.̊a). Ved bruk av R pakken

reticulate, s̊a kan man kjøre python funksjonalitet I R (reticulate, u.̊a). Pakken pm4py

har muligheten for å bruke alfa pluss algoritmen fra python, i R. Algoritmen andvendes

for å produsere en prosessmodell (Petri net).

II.3 PM Script

Fullstendig Script for PM. R script testet og fungerer i versjon R. 3.5.3
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Figur II.1: PM Script.
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ML

III.1 Grid & Tilfeldig Søk

Figur III.1: Grid Søk for Lasso.

Figur III.2: Grid Søk for Ridge.
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Figur III.3: Tilfeldig Søk for XGboost.

III.2 ML Script

Fullstendig Script for ML. R script testet og fungerer i versjon R-3.6.1
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Figur III.4: ML Script.
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